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"Ce qui est vrai se dit simplement.”

"Il ne faut pas simplifier inutilement, on perd alors une partie de la vérité."
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Résumeé

Le domaine de I'Intelligence Artificielle (IA) est actuellement en plein essor ; les réseaux de neu-
rones sont de plus en plus présents, notamment les réseaux de neurones convolutifs (convolutional
neural networks ou CNN) pour leurs performances parfois remarquables dans la classification et

la reconnaissance d’images.

Cependant, malgré 'engouement pour la capacité de généralisation des CNN profonds, cette
capacité a classifier correctement des images jamais vues auparavant, on ne connait pas encore
leur fonctionnement de maniere assez précise. Souvent considérés comme des "boites noires", ces
réseaux sont plus ou moins bons dans leurs applications, et cela pour des raisons encore floues.

En d’autres termes, la raison d’une bonne généralisation d'un CNN n’est pas encore bien connue.

Dans ce travail, nous avons donc comparé des réseaux/modeles entrainés par des algorithmes
d’optimisations différents; via sgd, via sgd avec weight decay et via sgd utilisant ’extension
layca [CV18b]. L’entrainement a ’aide d’algorithmes d’optimisation différents nous a permis

d’obtenir des modeles offrant des propriétés observables différentes en termes de généralisation.

En continuation des travaux [CV18b], nous affirmons que la variation de la cosinus distance
entre le nouveau vecteur de poids généré lors de 'apprentissage et le vecteur de poids initial
n’est pas directement liée a la généralisation, mais elle en représente une expression visible.
Nous avons alors analysé la fagon dont sont générés ces nouveaux vecteurs de poids lors de
I’apprentissage et avons conclu qu’une grande cosinus distance est signe d’une aptitude du réseau
a mettre a zéro les liens inutiles, améliorant ainsi la robustesse du réseau a ’élagage (pruning)

de ces poids les plus petits.

On se penche maintenant sur la redondance d’information des activations. Dans les premieres
couches, on remarque qu’un réseau qui généralise mieux aura un moins grand coefficient de
silhouette (CS) et une plus petite information mutuelle entre ses neurones (/M). Le comportement

inverse se produira dans les dernieres couches.
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L’information mutuelle des neurones avec les classes (IMC') montre un comportement
similaire, plus important et plus t6t dans le réseau. Elle serait un symptome direct d’un meilleur
apprentissage au sein méme de chaque neurone. De plus, il semble que les comportements de
I'IM et de la CS soient conséquents de cette premiere.

Le meilleur apprentissage de chaque neurone amene a un meilleur choix de sous-classes,
directement liées avec la classification finale voulue. On peut donc émettre '’hypothese quun
réseau qui généralise mieux est constitué de neurones qui classent et transforment plus efficace-

ment leurs entrées par rapport a ’ensemble des données regues (images et classes).

L’ensemble de ces expériences nous amene a mieux comprendre le fonctionnement de sgd,
weight decay et layca. Effectivement, avec ces deux dernieres extensions, on amene le réseau a
adopter une structure plus nette ainsi qu'une plus grande diversité dans les biais observés. C’est
cette diversité dans 1’observation des biais par le réseau qui lui permet de prendre sa décision de

classification sur plusieurs caractéristiques, et donc étre plus apte a une meilleure généralisation.

On confirme 'hypothese affirmant qu'un réseau peu profond aura tendance a ne distinguer
que les biais superficiels des données. Les performances de généralisation, apportées par la
détection des biais désirés, seront ainsi diminuées. Plus un réseau sera profond, plus il y aura
de parametres a ajuster et plus on pourra dégager des sous-classes complexes adéquates qui
cernent les bons biais des données servant a la classification voulue. Cette complexité amene

une classification plus conceptuelle et intelligente, c’est-a-dire une meilleure généralisation.

Finalement, on observe que les réseaux dégagent plusieurs biais dans les données. Ces biais
sont créés de fagon a différencier correctement les entrées dans la base de données. De plus, si
un réseau observe plusieurs biais en lien avec la classification, cela lui apportera généralement
de meilleures performances car il sera alors plus robuste. C’est ce qu’essaie d’apporter 1'usage de

dropout, weight decay et layca dans 'apprentissage, et ¢’est ce qui est mis en avant par le prunning.

Pour faire simple, I’explication d'une bonne généralisation vient du fait que le réseau observe

un meilleur choix de biais.



Introduction

“Plus j’apprends, plus je m’apercois que je ne

sats pas.”

Galilée

De nos jours, les réseaux convolutifs atteignent des performances de généralisation jamais
vues auparavant. On citera entre autres leurs contributions dans le populaire jeu de Go, les
voitures autonomes, la découverte de nouveaux médicaments, etc.

Cependant, malgré nos connaissances actuelles sur la grande puissance d’apprentissage des
réseaux de neurones convolutifs ainsi que leur efficacité grandissante dans leur tache, il est

encore assez difficile d’expliquer les phénomenes qui vont amener un réseau a bien généraliser.

Pour introduire le phénomeéne de généralisation, utilisons un exemple. Lorsqu’un réseau
de neurones apprend a reconnaitre un chat sur une base de données d’images, le réseau va
modifier ses parametres (ses poids) pour assimiler certaines caractéristiques propres aux images
représentant un chat. C’est grace a cet apprentissage que lorsque le réseau fera face a une
nouvelle image jamais présentée, il va pouvoir affirmer si ¢’est une image de chat ou non avec un
certain degré de précision. La généralisation dans les CNN est donc le phénomene de pouvoir
reconnaitre un concept (un objet, une personne, un animal, etc) sur une image jamais vue, mais
uniquement grace a l’entrainement d’images similaires vues précédemment. Apres entralnement,
un réseau qui généralise mieux qu’'un autre aura donc un degré de classification plus élevé sur

une base de données d’images inconnues.

Dans cette étude, nous nous efforcerons d’identifier les caractéristiques d’un réseau révé-
lant /induisant une bonne généralisation. Notre analyse se fondera sur la comparaison de modeles
offrant des qualités de généralisation différentes mais qui ont tous mémorisé ! les données

d’entralnements. Nous regarderons ce qu’il se passe au niveau des poids des couches de ces

' Mémoriser dans le sens d’une training error nulle et non de 1’overfitting.
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réseaux lors de I'apprentissage ainsi qu’au niveau de I'activation des neurones dans ces couches.

Pour résumer, voici donc une question qui nous tiendra en haleine tout au long de ce travail :

Que se passe-t-il au sein méme du réseau, au niveau de ses couches, dans son comportement et

lors de l'apprentissage qui le méne a bien généraliser ¢

La réponse a cette question pourrait étre intéressante pour la conception et I’entrainement
de futurs réseaux. Voila pourquoi, afin de mieux comprendre ce phénomene, il faut expérimenter
et faire des analyses rigoureuses qui nous sortent de la simple intuition. C’est ce que nous avons

essayé de faire concretement dans ce travail.

Structure de la theése

Dans la suite de cette étude, nous commencerons par brievement mettre a jour les concepts de

base dans le Chapitre 4. Il vous sera ainsi plus aisé de comprendre nos raisonnements futurs.

Nous vous présenterons 1'état de 'art dans le Chapitre 5. C’est a dire les derniers travaux
et avancées du moment qui nous ont en méme temps servi d’inspiration et de soutien durant

nos recherches.

Dans le Chapitre 6, nous discuterons des outils que nous avons utilisés et de la fagon dont

nos modeles ont été entrainés.

Apres cette mise en bouche, nous vous présenterons alors les deux grands champs de recherche

de notre travail :

o Le premier est de regarder ce qu’il se passe au niveau des poids du réseau lors de

I'apprentissage (Chapitre 7).

e Le second est de poser un regard sur ce qu’il se passe lors de 1’activation des neurones

face a des stimuli dans un réseau déja entrainé (Chapitre 8).

Enfin dans le Chapitre 9, nous tirerons une conclusion sur I’ensemble de nos résultats.



Préliminaires

Dans ce chapitre, nous introduirons des concepts pertinents pour comprendre le reste de la

dissertation.
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CHAPITRE 4. PRELIMINAIRES

4.1 Un bref historique

Avant d’introduire formellement le concept de réseau de neurone, retournons un peu en arriere
dans le temps et penchons nous sur les premiers essais visant a simuler le comportement du
cerveau humain.

Les premiers essais de modélisation du cerveau humain sont anciens, méme plus vieux
que I'dge des ordinateurs. Ce n’est qu’assez récemment, en 1943, que le neurophysiologiste
McCulloch et le logicien Pitts proposent le premier concept de neurone formel, une représentation
mathématique/informatique du neurone biologique. La FIGURE 4.1 montre une représentation

schématique du neurone tel qu'imaginé par McCulloch et Pitts.

@
x—"" ®/® {

e

FIGURE 4.1 — Premier neurone formel

Dans ce modele, un neurone est une fonction qui regoit des entrées binaires X7, Xs, ... € {0,1}
(les signaux électriques des neurones précédents) et qui émet une valeur également binaire
Y € {0,1} représentant l'activation du neurone.

Pour calculer cette sortie Y, le neurone effectue une somme Y~ pondérée w; de ses entrées X; (qui,
en tant que sorties d’autres neurones formels, valent aussi 0 ou 1) puis applique une fonction
d’activation [ a seuil : si la somme pondérée dépasse une certaine valeur 6, la sortie du neurone

vaut 1 (neurone activé), sinon elle vaut 0 (neurone non-activé).

Malgré la simplicité de cette modélisation, ou plus justement grace a elle, le neurone formel
dit de McCulloch et Pitts reste aujourd’hui un élément de base des réseaux de neurones artifi-
ciels. De nombreuses variantes ont été proposées, biologiquement plausibles, mais s’appuyant
généralement sur les concepts inventés par les deux auteurs. On sait néanmoins aujourd’hui
que ce modele n’est qu'une approximation des fonctions remplies par le neurone réel et, qu’en

aucune fagon, il ne peut servir pour une compréhension profonde du systéme nerveux. [Wik19e]

L’idée serait alors d’assembler ces neurones formels sous forme de couches. C’est 1'origine du
perceptron. Ce concept fut utilisé par Rosenblatt en 1959 pour simuler la fonction rétinienne et
reconnaitre des formes. C’est le premier systeme artificiel capable d’apprendre par expérience.
Nommeée ’'connectioniste’, cette approche a atteint ses limites technologiques mais aussi théo-
riques durant le début des années 70. [Wik19g]

10
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De nos jours, les réseaux de neurones sont a nouveau en plein développement grace a des
bases de données plus conséquentes et a la puissance des ordinateurs actuels, et cette technologie

est en constante évolution.

4.2 Le réseau de neurones

Un réseau de neurones, en anglais Neural Network (NN), est constitué de neurones artificiels
qui vont étre liés ensemble par des liens pondérés. Commencgons par regarder d’un peu plus pres

comment fonctionne actuellement un neurone artificiel.

4.2.1 Le perceptron

Le neurone artificiel, aussi appelé perceptron, est inspiré des neurones biologiques. Comme
celui-ci, il va recevoir de I'information sous forme de potentiel électrique en entrée, et suivant
la grandeur de ce potentiel, le neurone va transmettre une impulsion électrique plus ou moins

grande au neurone suivant [Sinl7][Tas16].

Akon
Soma @K_\
y B —0

%&Dmm:w @ -

FIGURE 4.2 — Analogie entre neurone biologique et neurone artificiel. Les signaux électriques,
provenant des autres neurones, sont regus au niveau des dendrites, composés par le soma et le
tout retransmis par [’axone.

L’analogie peut étre vue sur la FIGURE 4.2, ou 'on voit les dendrites d’un neurone biologique

représentées par les entrées X; du neurone artificiel, le corps de la cellule représente la somme

pondérée de ces entrées, et 'axone représente la sortie.
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De maniere un peu plus précise, les entrées sont pondérées et sommées, pour ensuite passer
par une fonction d’activation dont le résultat est envoyé en sortie. On voit sur la FIGURE 4.3

I’agencement plus rigoureux d’un neurone artificiel.

Entrées

Poids
Wy
Somme Fonction
pondérée d'activation
W, m
Z _II_ >
@/ Wg v
Wy
Xa

FIGURE 4.3 — Neurone artificiel

Le neurone artificiel va donc ajuster ses poids pour donner plus ou moins d’importance a
certaines entrées. Lorsque la somme de ses entrées est suffisamment élevée, I'impulsion est alors

assez grande pour que la sortie soit non nulle aprés passage par la fonction d’activation.

De maniére plus mathématique, on considere le cas général d’un neurone formel a m entrées,
auquel on doit donc soumettre les m grandeurs numériques (ou signaux, ou encore stimuli)
notées 1 a x,,,. Un modele de neurone formel est une regle de calcul qui permet d’associer une
sortie a m entrées : c’est donc une fonction a m variables et a valeurs réelles.

A chaque entrée est associé un poids synaptique, c’est-a-dire une valeur numérique notée de
wy pour 'entrée 1 jusqu’a w,, pour ’entrée m. La premiere opération réalisée par le neurone
consiste en une somme des grandeurs regues en entrées, pondérées par les coefficients synaptiques,

c’est-a-dire la somme

WIT1 F A Wi, = Y W55 (4.1)
j=1

A cette grandeur s’ajoute un seuil wy. Le résultat est alors transformé par une fonction
d’activation non linéaire (parfois appelée fonction de sortie), . La sortie associée aux entrées x;

a T, est ainsi donnée par

12
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j=1

@ (wo + i wjxj> (4.2)

qu’on peut écrire plus simplement :

¥ (i wﬂj) ; (4.3)

en ajoutant au neurone une entrée fictive xzq fixée a la valeur 1.

Le neurone effectue donc un produit entre 2 vecteurs, les entrées et les poids, ce qui est

facilement calculable par un ordinateur (voir équation 4.4, sous forme matricielle).

S=wrx (4.4)

La somme S passe alors par une fonction de non-linéaire nommée fonction d’activation ou
fonction de transfert afin de renvoyer en sortie une valeur possible comprise généralement dans
les intervalles [0;41] ou [-1;+1], selon la fonction d’activation. Les différents types de neurones

se distinguent par la nature de cette fonction.

Les principales fonctions d’activation sont :

linéaire g(x) ==
sigmoide g(z) =1/(1+ ¢€")
ea;
softmax g¢(z) = S

ReLU g(z) = max(0, z)
seuil  g(z) = 1jo 4oo[(7)

_ 1 avec un probabilité de 1/(1 + e=2/H)
stochastique g¢(z) =

0 sinon

Les modeles linéaires, sigmoidales, softmax et ReLU sont adaptés aux algorithmes utilisant
la rétro-propagation du gradient grace a leur fonction d’activation différentiable ; ils sont les
plus utilisés. Nous utiliserons d’ailleurs les modeles ReLLU dans le réseau, ainsi que des modeles
softmax plus adaptés pour différencier les classes a la fin du réseau.

Le modele a seuil est probablement plus enclin avec la réalité biologique mais pose des

problemes d’apprentissage car la fonction qu’il représente n’est pas différentiable, une qualité

13
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nécessaire pour ’apprentissage.
Finalement, le modele stochastique est utilisé pour les problemes d’optimisation globale de

fonctions perturbées ou pour des analogies avec des systemes de particules (machine Boltzmann).

En voila quelques uns des plus connus, mais il en existe bien d’autres...

Pour reprendre un peu de recul et résumer la finalité, un neurone artificiel est un algorithme
qui permet de faire une classification sous un apprentissage supervisé. Cette classification est

dite géométrique, et plus précisément linéaire (schéma sur la figure 4.4).

FIGURE 4.4 — Visualisation de I’apprentissage linéaire d’'un neurone pour la classification entre
les X et les O, par exemple les entrées activées et non-activées.

L’apprentissage supervisé (supervised learning en anglais) est une tache d’apprentissage
automatique consistant a apprendre une fonction de prédiction a partir d’exemples annotés, au

contraire de l'apprentissage non supervisé [Wik19a).

4.2.2 L’apprentissage

Nous verrons ici comment un neurone fait pour apprendre. Tout d’abord, il doit connaitre son
erreur. C’est grace a la fonction d’erreur entre sa sortie et la sortie voulue qu’il va alors adapter
ses parametres. Il va alors propager I'erreur et 'apprentissage se fera en réaction en chaine gréace

a la rétro-propagation.

14
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Fonction objectif

La fonction objectif, aussi appelée fonction d’erreur ou loss function en anglais, est utilisée
en optimisation mathématique pour désigner une fonction qui sert de critere pour déterminer
la meilleure solution a un probléeme d’optimisation. Concretement, elle associe une valeur a
une instance d’un probleme d’optimisation. Le but du probleme d’optimisation est alors de

minimiser ou de maximiser cette fonction jusqu’'a 'optimum grace a un optimiseur choisi.

Cette fonction objectif va étre définie via notre sortie désirée y et la valeur prédite par notre

réseau ¢.

Dans notre cas, nous aurons des images montrées au réseau qui ne représente qu’un seul
objet. Ces images ne doivent donc rentrer que dans une seule classe chacune. La fonction objectif
catégorielle d’entropie croisée sera donc utilisée dans ce travail.

En effet, cette fonction objectif est adaptée a des problemes de classification a label unique,
c’est a dire quand chaque entrée ne peut étre classée que dans une seule catégorie. En d’autres
mots, quand chaque image n’appartient qu’a une seule classe [Ano19b|[Tic17]. Voici sa formule

mathématique 4.5.

L(yly) = CCE
1 X Z A (4.5)
= =7 2 2. Ui - log(d;) + (1= ;) - log(1 — )
=0 7=0

ou ¢ est la valeur prédite, y est la vraie valeur, N est le nombre d’exemple utilisé et J est le

nombre de catégories.

Notons ici sa dérivé 4.6, qui sera utile pour comprendre I'entrainement du réseau.

1y(1 y)( y)t

N g1 —9) (4.6)
_ly—yg—9+vyy

N g1 =9)
1 y-9

N9.(1=19)

Il faut cependant savoir que bien d’autres fonctions objectifs existent telles que 'erreur
quadratique moyenne (MSE = % SN (9 — vi)?), lentropie croisée binaire (BCE), de vrais-

cemblance,...

15
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La rétro-propagation

L’apprentissage profond est une branche du machine learning ou les algorithmes apprennent
d’une immense masse d’information de maniére indépendante. Tout comme les étre humains,
ces algorithmes deviennent plus intelligents avec I’expérience en rassemblant et en traitant de
plus en plus de données. Concretement, on dit qu'un réseau apprend lorsqu’il change ses poids
de maniere a diminuer son erreur de classification. Mais comment fait un réseau de neurones

pour ajuster autant de poids de maniere efficace ?

Les neurones du réseau vont apprendre par un mécanisme de rétro-propagation du gradient
ou back-propagation. Cet algorithme d’apprentissage permet a tous les neurones du réseau
d’apprendre en méme temps, et cela de maniere assez efficace en terme de temps de calcul sur

les ordinateurs actuellement utilisés.

Le principe de base est que la sortie est une fonction linéaire des poids et des entrées. Quand
on connait 'erreur sur cette sortie, on peut alors donner un degré de responsabilité a chacune
des entrées pondérées, et ainsi changer les poids pour améliorer les résultats lors d’'une prochaine
fois (On peut voir ce principe de rétro-propagation sur la figure 4.5). On applique alors cette
méthode sur tous les neurones d’une couche, et puis de maniere itérative des dernieres couches

jusqu’aux premieres couches.

b —>» forward propagation
OL __ OL 9z .
X 9z Ob —>» backpropagation
..‘.ﬁé 0.0"
:. 8b “‘
Wiz ey
oL _ oL 9= 3 i oL
Oow, 0z Owi %, 9z R 0z
”0..6’11}2 “$‘.
Y/ 0L __ OL 0z

2 (911)2 o 87 8w2

FIGURE 4.5 — Back-propagation dans le neurone : On voit ici que le gradient sur la sortie y est
propagée sur le biais b, ainsi que sur chacun des poids w;.

Ce principe permet d’ajuster tous les poids du réseau dans un méme temps. Le réseau va

alors finir par apprendre et donc par converger vers une solution globale plus ou moins bonne,

c’est a dire qui généralise plus ou moins bien.
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Notons que l'erreur rétro-propagée est en réalité plus précisément la moyenne des erreurs
d’un échantillon d’entrée appelé batch. La taille de ce batch aura une importance significative

sur 'apprentissage du réseau.

On a donc vu l'apprentissage pour le réseau entier de chacun des poids de ses neurones.
Dans une prochaine section, nous verrons plus formellement comment 'optimiseur SGD procede

pour appliquer cela couche apres couche.

Métrique

La métrique est une fonction qui est utilisée pour juger les performances d’un modele. Une
fonction métrique est similaire a une fonction objectif, a ’exception que les résultats de ’évalua-
tion d’une métrique ne sont pas utilisées pour entrainer le modele. Effectivement, apres avoir
entrainé le modele, on veut mesurer si cela s’est bien passé. Dans ce cas on peut utiliser cette
métrique, qui mesure le pourcentage de bon résultats que le modele a fourni sur un échantillon

d’images tests.

4.2.3 Le réseau

On vient de voir comment fonctionne un perceptron, mais qu’en est-il quand on en met plusieurs
ensemble pour former un réseau ?

En fait, notre intérét pour ce perceptron explose quand on voit les applications possibles
lorsqu’on en assemble plusieurs de maniere a former un réseau.

La premiere couche constitue la couche d’entrée, et la derniere la couche de sortie. Entre ces
2 couches se trouve un nombre plus ou moins grand de couches dites cachées (hidden layers
en anglais). On voit sur la FIGURE 4.6 comment sont agencés les neurones en couches dans un
réseau de neurones ne comprenant qu’une couche cachée, une couche d’entrée et une couche de

sortie [VallT7].
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output layer

input layer

hidden layer

FIGURE 4.6 — Visualisation des couches d’un réseau de neurones ne possédant qu’'une couche
cachée

Mis sous forme de couche I'une a la suite de I'autre, il est possible de faire de la classification
non-linéaire des 2 couches, et d’approcher n’importe quelle fonction a partir de 3 couches

(illustration sur la figure 4.7) [Ano19c].

Single Layer 1 Hidden layer 2 Hidden layers

(Perceptron)

X
: ‘Kx | X~ x \x
X (X

X
X, L_X_.

FIGURE 4.7 — Un neurone pour une classification linéaire, 1 couche cachée pour une classification
non-linéaire, et 2 couches cachées pour approcher n’importe quelle fonction

4.2.4 Les méta-parametres du réseau

On peut mettre plus de couches cachées, choisir le nombre de neurones que comporte chaque
couche ainsi que leur fonction d’activation respective, choisir le taux d’apprentissage, la taille
du batch, etc. Tout cela constitue les hyper-paramétres du réseau de neurones.

Un hyper-paramétre, est un parametre qui est assigné avant que le processus d’appren-
tissage commence. Par opposition aux valeurs des autres parametres qui vont changer via

I'entralnement.
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Et “bien que la conception des couches d’entrée et de sortie d’un réseau de neurones soit

souvent simple, il peut s’avérer étre tout un art de concevoir les couches cachées.” [Niel7]

Plus le réseau aura de couche cachées, plus il sera profond (illustration sur la FIGURE 4.8).

Simple Neural Network Deep Learning Neural Network

@ Input Layer () Hidden Layer @ Output Layer

FIGURE 4.8 — Réseau de neurones profond, ou Deep Neural network en anglais

Plus le réseau sera profond, plus il y aura de poids et donc de parametres a ajuster. Et ce
qu’il y a de "magique", c’est que cette énorme liberté de parametres a ajuster dans les réseaux
profonds permettent de découvrir des motifs et des structures derriere d’immenses masses de
données en entrées lors de I'entrainement.

Notons que plus les applications deviennent complexes et imposantes comparé a un simple

perceptron, plus 'entrainement sera difficile et prendra en général plus de temps.

4.2.5 Optimiseur

Un point important est 'optimiseur. Celui-ci, avec la fonction objectif, utilise la rétro-propagation
vue précédemment pour permettre 'apprentissage du réseau grace aux données entrées durant
I'entrainement, dont on connait la sortie désirée (voir apprentissage supervisé).

L’optimiseur le plus connu, car il peut donner d’excellents résultats, est celui que nous
utiliserons : SGD.

SGD, ou Gradient de Descente Stochastique, est une optimisation par approximation sto-
chastique du gradient de descente. Il est appelé stochastique car des échantillons d’images sont
sélectionnés de maniere aléatoire (ou mélangés) pour former le batch utilisé lors de I'apprentis-
sage. Contrairement au gradient de descente standard ou I'on apprend par un seul batch de
données, ou par des plus petits batchs dans I'ordre dans lequel les données d’entrainement sont
données. [Wik19j] [Cod19]

Amenons maintenant un peu plus de rigueur mathématique. Dans les équations suivantes,
nous utiliserons la représentation matricielle.

L’équation 4.7 représentent les updates des poids W'.
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Vir1 = —n.VL(W[X, y)

(4.7)
Wig1 = Wi+ Vi

Ou 7 est la taille du pas (ou learning rate), et VL(W|X,y) est le gradient de la fonction
objectif en fonction des entrées X et de la sortie y.

Le gradient de la fonction objectif peut étre résolu en utilisant la rétro-propagation de la

dérivée de la fonction objectif par les poids. Voici I’équation 4.8 pour la couche de sortie.

dL(W,;
ij
_dL(ylg) dj dZ
dj dzZ dw (4.8)
1 (y-9) . .
= —.= —.g.(1 —14).X;;
1 .

Et pour les prochaines couches cachées I’équation 4.9.

dL(W;j)
=~
_ dL(ylgi;) dii; dZy;
diij 'Ade‘j'sz‘j (4.9)

VL(Wi;)

_ L WD) o) X

N9 .1 —9).Wij.o(x) . X
1 ~ /

= N (y - y) VVZJU<$) Xz]

ou intervient o(z), la fonction d’activation.

C’est grace a ces équations que 1'on peut adapter les poids de 'entiereté du réseau a chaque
entrainement de celui-ci. Sachez cependant qu’SGD n’est pas le seul optimiseur, et qu’il en existe

d’autres plus ou moins performants tels que RMSprop, Adagrad, Adadelta, Adam, Adamax,
Nadam, etc.

Dans le but d’avoir de meilleures performances, nous verrons plus loin que 'on peut complexi-

fier cela avec de la quantité de mouvement, des extensions tel Layca ou encore des processus de
régularisation comme Weight Decay.
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4.2.6 Quantité de mouvement, ou Momentum

Le probleme d’SGD est qu’il y a beaucoup trop d’oscillations dans son optimisation. Voila
pourquoi le terme de quantité de mouvement a été ajouté. Le terme de quantité de mouvement,
ou Momentum en anglais, est utilisé pour adoucir les oscillations et accélérer la convergence. On

peut voir son effet dans I’équation 4.10 ou en général v = 0.9.

Virr = YVi — n.VL(Wi| X, y)

(4.10)
Wi = Wi + Vi

On l'utilisera avec le Nesterov momentum, dont le principe est de permettre de prédire
la position d'un objet en temps 7" si I'on connait la vitesse et la direction. Une visualisation du

principe se trouve sur la figure 4.9.
Momentum update Nesterov momentum update

“lookahead” gradient
step (bit different than
original)

momentum
step

momentum
step
actual step

actual step

gradient
step

FIGURE 4.9 — Nesterov momentum représentation

Les nouvelles équations des poids du Nesterov momentum sont visibles en 4.11 [Bus17].

Vit1 =YV = . VLW + Vi | X, y)

(4.11)
Wiy = Wi + Vi

Le Nesterov momentum est un lointain cousin du momentum normal, mais il est trés
)
populaire car il permet d’atteindre de maniere cohérente des minimas a une vitesse suffisamment

rapide.

4.2.7 Reégularisation

Les processus de régularisation permettent d’éviter le sur-apprentissage, ou overfitting en anglais.
Pour le comprendre visuellement, regardons la figure 4.10 [Jail8]. On voit que le comportement
des points oranges décrit une courbe que l'on essaie d’approcher au mieux via notre modele en
bleu (image 1 et 2). Lorsqu’il y a sur-apprentissage (image 3), on voit que le modele colle trop
bien aux données, mais non plus a 'allure de cette courbe des données. Notre modele perd donc

en performance.
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X
Underfitting Just right! overfitting
FI1GURE 4.10 — Compréhension visuelle du sur-apprentissage

Ce processus est du au fait que ’on apprend trop des données d’entrainement. Les parametres
s’adaptent trop bien aux données, et du coup on perd la capacité a donner de bons résultats sur
des données inconnues. C’est pourtant ce dernier cas qui est souvent recherché et qui est le but
de I'apprentissage des réseaux de neurones, aussi appelé généralisation.

On peut voir les résultats d’erreur du modele sur les données d’entrainement et sur les
données de test quand il y a sur-apprentissage sur la figure 4.11. On voit que méme si le modele
apprend mieux des données d’entrainement, il fait cependant plus d’erreurs sur des nouvelles

données de tests.

Test

Erreur

Entrainement

Complexité du modele <l

FIGURE 4.11 — Erreur sur les données d’entrainement et sur les données de tests

C’est afin de s’arréter d’apprendre au bon moment que la technique du early stopping a été

inventée.
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Early stopping

Le early stopping est une méthode de régularisation pour prévenir le sur-apprentissage des
données sur un processus itératif tel que la descente de gradient. [Wik19c]

Le principe est que, habituellement, le réseau va apprendre itérativement de maniere intéres-
sante jusqu’a un certain moment. A partir de ce moment, le modele va continuer a apprendre
des données mais en sur-apprennant. Il y a donc eu des méthodes mises au point afin d’arréter
I’apprentissage a ce moment ou l'apprentissage ne devient plus bénéfique pour le modele.

De maniere générale, ces méthodes utilisent une base de données de validation pour savoir

quand s’arréter. On peut voir le moment d’early stopping sur la figure 4.12.

Erreur {

Erreur de test

Early stopping

Erreur d’entrainement

Temps d'entrainement

FIGURE 4.12 — Early Stopping point

Weight Decay and L2

La méthode de dégradation des pondérations, ou Weight Decay en anglais, est une autre
technique de régularisation utilisée pour éviter le sur-apprentissage dans un réseau de neurones.
Elle consiste a ajouter une pénalité a la fonction d’erreur (Cost function) qui dépend de la
magnitude des poids qui relient les neurones entre eux. Il a été mathématiquement démontré
[J4+91] (Geman, Bienenstock & Doursat 1992 ;Krogh & Hertz 1992) qu’'un réseau utilisant
des connexions avec des pondérations de forte magnitude avait plus de peine pour généraliser.
[Wik19K]

Pour palier a cela, on utilise donc la pénalité suivante a la fonction d’erreur pour une dégradation

dite L' :
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—/\Z |wi

Ou la pénalité suivante pour une dégradation dite L? :

—)\Zw?

ou w; est le ¢ poids dans le réseau et A est un coefficient positif qui donne plus ou moins
d’importance a la pénalité. Le parametre A est en général tres petit (0.005, voir moins), et peut

tendre vers zéro. [Nagl7|

Les régularisations L' et L? ont une interprétation probabiliste légérement différente. Dans
tous les cas, cela sera équivalent a ajouter une priorité sur la distribution des poids de la matrice
W : une priorité Gaussienne dans le cas L?, et une priorité Laplacienne pour le cas L'. On
transforme en fait le probleme d’optimisation d’'une estimation de maximum de vraisemblance
(MLE, Maximum Likelihood estimation) en une estimation d’'un maximum a posteriori (MAP);
c’est a dire qu'on passe d'une inférence fréquentielle a une inférence Bayesienne.[Pall8] [Bab18§]
Plus d’informations sur cette interprétation peuvent étre fournie dans une publication de Brian
Keng [Kenl6].

Voyons a présent I'impact de cette pénalité sur le changement des poids. Dans notre cas,
nous utiliserons L? qui nous offre toujours une solution calculable car possédant une solution
analytique. Donc pour la régularisation L?, en ajoutant le terme de régularisation a la fonction

objectif, on obtient ’équation 4.12.

Virr = Vi = . VLW, +vVi| X, y) — A||[Wi]|

(4.12)
Wi = Wi + Vi

ol ||.|| est la norme L2.

En fait, cette régularisation L? est presque équivalente a la régularisation dite Weight Decay,
que l'on peut voir dans I’équation 4.13, pour I'utilisation d’SGD dans les conditions standards.
(Attention, cela n’est pas spécialement vrai pour tous les algorithmes basés sur le gradient. Par

exemple, sur les algorithmes de gradients adaptatifs comme Adam.)

Vivr = Vi = . VLW, + Vi | X, y)

(4.13)
Wig1 = Wi + Vi — AW,

On remarque en effet qu’il y a présence d'un facteur multiplicatif 2 entre le parametre X\ de
Weight Decay et celui L2 Cela vient du fait que la dérivée de —0.5AW? vaut —A\W, et donc

pour la régularisation L? on a :
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Il faut donc simplement diviser A par 2 quand on passe de WD & la régularisation L? pour

avoir le méme comportement.

Remarquons aussi intuitivement que l'utilisation de Weight Decay revient a diminuer les

poids lors de chaque update d’une certaine fraction proportionnelle & 'amplitude de ceux-ci.

Voici finalement un exemple en 4.14 de notre cas avec la regle d'update des poids SGD de

pas 7, de Nesterov momentum ~ = 0.9 et de parametre Weight Decay A = 0.0005.

(4.14)
Wii1 = Wi+ Vi

Dropout

La technique de régularisation dropout est couramment utilisée en apprentissage de réseaux
profonds car elle produit de trés bons résultats de prévention contre le sur-apprentissage. Elle a

été approchée dans plusieurs articles [Gom+-17][Sri+14].

Cette technique consiste a ignorer /retirer des neurones de maniere aléatoire durant I’appren-

tissage. Le réseau va donc apprendre sans les liens qui le liaient a ces neurones.

Lors d’une itération d’apprentissage suivante, d’autres neurones seront sélectionnés pour
étre ignorés et I'apprentissage se fera sans eux. Pour aider a visualiser dropout, une illustration
se trouve sur la figure 4.13. On peut y voir que dropout peut s’appliquer aux couches cachées,

mais aussi aux couches d’entrées.

Un ensemble de modeles fonctionne habituellement mieux qu’un seul isolément car cet
ensemble peut capturer plus de fluctuations aléatoires des données. De maniere similaire, un
réseau utilisant dropout fonctionne lui aussi mieux qu’un réseau de neurones normal.

Notons ici que la proportion de neurones qui doivent étre retiré lors d’une itération de
dropout est un hyper-parametre et doit donc étre choisi au mieux avant l'apprentissage du
réseail.

Malgré le fait que cette technique est particulierement efficace sur les réseaux profonds, par
souci de simplification et afin de cerner au mieux le comportement des réseaux qui offrent une

meilleure génération, nous n’utiliserons pas dropout dans nos réseaux.
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FIGURE 4.13 — Dropout

Batch Normalization (BN)

La Batch Normalization (BN) est une technique pour améliorer la vitesse, les performances et
la stabilité des réseaux de neurones artificiels. [Wik19b][Col17][all5] [IS15] [Jan18] [Dom18|

Il est recommandé d’utiliser BN avant 'activation ReLu et les dropout (que nous n’utiliserons
donc pas).

L’idée est que, au lieu de simplement normaliser les entrées du réseau, nous les normalisons
aux niveaux des entrées des couches du réseau. C’est ce qu’on appelle la normalisation «batchy
car lors de I'entrainement, nous normalisons les activations de la couche précédente, c’est-a-dire
que nous appliquons une transformation qui maintient l’activation moyenne proche de 0 et
I’écart type d’activation proche de 1. De cette fagon, chaque couche ne doit pas faire beaucoup
d’effort pour normaliser les sorties de la couche précédente, et peut se consacrer a son propre

apprentissage.

On peut voir sur la figure 4.14 un exemple ou les activations de la couche précédente sont
normalisées grace a une batch normalisation afin de se retrouver dans la zone intéressante de

I’activation d’une sigmoide.

Data Augmentation

Si on a plus de données d’entrainement, notre réseau a moins de possibilités de sur-apprendre
celles-ci. En utilisant la technique de régularisation d’augmentation des données pour I'entraine-
ment, notre réseau gardera donc une meilleure capacité a généraliser.

Afin d’avoir plus de données, il est possible de pratiquer différentes sortes de transformations
sur les images : les tourner d’'un certain angle, les retourner comme un miroir, les réduire ou les

agrandir, les décaler dans n’importe quelle direction,... et bien plus encore.
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Activation Inputs Sigmoid Activation and Gradient

Normalization

FIGURE 4.14 — Exemple d’utilisation de batch normalisation avec une fonction d’activation
sigmoidale.

4.3 Convolutional Neural Networks (CNNs)

Afin de réaliser des taches plus complexes, on peut complexifier le réseau de neurones en lui ajou-
tant des couches de convolution et de pooling. Ces 2 techniques ont prouvé leur efficacité dans de
nombreux domaines de reconnaissance d’'images et de classification. [Lab13][Ham17][Dan+11|[Ale13b][DUJ12

Dans les réseaux de neurones convolutifs (visible sur la figure 4.15), on retrouve la méme
base que pour les réseaux de neurones artificiels vue précédemment. La différence notable est
due a la présence de couches convolutives et de max-pooling. Celles-ci ont permis grace a la
puissance des ordinateurs actuels de faire apprendre des réseaux tres grands et trés profonds.
Effectivement, sans ce mécanisme convolutif il y aurait eu beaucoup trop de parametres dans

des architectures de telle ampleur.

On voit sur la figure 4.16 1'utilisation générale de convolution et de pooling.

Le concept de convolution consiste a passer un filtre sur une partie des données et a faire
la somme des éléments de cette partie. Le concept de pooling fonctionne de la méme maniere,

mais sur une plus grande zone. Alors que la convolution agit plus comme un filtre, le pooling va

plutot rechercher des comportements dans les entrées [Sah18].
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FIGURE 4.15 — Fonctionnement d’'un CNN

Convolution Pooling
Filter (3 * 3)

Max pooling

3*3

9*9
11*11

F1GURE 4.16 — Convolution and pooling

4.3.1 Convolution 2D

La convolution d’un signal a une dimension est appelée convolution 1D, ou tout simplement
convolution. Si la convolution est appliquée en 2 dimensions (comme dans nos CNN), elle sera
appelée convolution 2D. Ce concept peut étre étendu a des convolutions multidimensionnelles

pour des signaux a dimensions multiples. [HL18]

Dans le domaine digital, la convolution est calculée par la multiplication et ’accumulation
des valeurs instantanées du chevauchement des échantillons de 2 signaux d’entrées, dont I'un a
été retourné. La définition de la convolution 1D est aussi applicable pour la convolution 2D a
I’exception que, dans cet dernier cas, I'une des entrées est retournée 2 fois.

On va en général utiliser la convolution sur une matrice 2D représentant 'image par une
plus petite matrice appelée noyau 2D. Sur la figure 4.17, on peut voir un exemple de convolution
2D. On calcule 'image de sortie y produite par la convolution de 'image d’entrée = de taille
5x5 par le noyau h de taille 3x3.

C’est ce méme principe qui prévaut dans les couches convolutionnelles 2D dans les réseaux
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1100

LeT1]0

T1]o]1
251100 | 75 | 49 |-130
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5 1012030 0 50 | 105 | 150 | 225 | 149 | 200 | 100
S0 50 12 |24 32 5 | 60 | 130 | 140 | 165 | 179 | 130
37 | 53 | 55 | 21 | 90 % | » | i
140 17 | 0 | 23 [222 :

X Y

y(4.3)=50x1+80x0+0x0+5x0+10x1+20x0+60x1+50x0+12x1
=50+0+0+0+10+0+60+0+12=132

FI1GURE 4.17 — Exemple d’une convolution 2D

de neurones, comme on peut le voir sur la figure 4.18 [Cav18§].

“Convolution”

311 /1|2 .8 |4
1910 71312 |6 -7
213 5|11 3 1194
x 1/0 -1 =

14126 |5

1/0 -1
3 (211137 |2

Filter 3x3
9 |2 (6 |2 5|1 Output 4x4

Original image 6x6

Result of the element-wise
product and sum of the
filter matrix and the orginal
image

FIGURE 4.18 — Autre exemple de fonctionnement de convolution

La formulation mathématique d’une convolution 2-D est donnée par

yli, j] = i i hlm,n].z[i —m,j — n] (4.15)

m=—o N=—00
Notons qu'une couche convolution est constituée de plusieurs convolutions avec des noyaux
2D de parametres différents. On peut voir ces multiples convolutions différentes pour une méme
couche convolutive sur la figure 4.19.
On voit sur la figure 4.16 qu’il y a une réduction de dimension, les sorties ont des dimensions
plus petites que les entrées. Cependant, on peut ne pas avoir de perte de dimension grace au

padding.
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Le padding consiste a imaginer que I'image d’entrée est entourée par des valeurs, souvent

mises a zéro, et a appliquer la convolution par dessus.

4.3.2 Pooling 2D

Remarquons sur cette méme figure 4.19, la présence de couches de regroupement, ou maz-pooling
en anglais, plus petites que les couches de convolutions.

En fait, les réseaux de neurones convolutifs peuvent inclurent des couches de max-pooling
locales ou globales. Les couches de pooling réduisent les dimensions des données en combi-

nant les sorties des groupes de neurones d'une couche en un seul neurone dans la couche suivante.

Pour le pooling local, on fait un pooling en combinant des petits groupes de neurones,
généralement 2 x 2. Le pooling global agit quant a lui sur tous les neurones de la couche
convolutive précédente.

Le pooling peut s’effectuer pour un maximum ou une moyenne. Le pooling maximale utilise
la valeur maximale de chaque groupe de neurones de la couche précédente. Le pooling moyen

utilise la valeur moyenne de chaque groupe de neurones de la couche précédente.

conv2 feature maps
convl feature maps 14x14x32

28x28x16 pool2 feature maps  FC1: 128
28x28 input pooll feature maps Tx7x32

14x14x16 OuUT. 10

e, BT e, @ R i
=5, F=16, s= =2, 8= (k=5, F=32, 5=1) b

FI1GURE 4.19 — Structure d’un réseau convolutif utilisant du pooling

4.3.3 Initialisation des poids des couches

La facon dont les poids sont initiés influence les conditions initiales. D’autres valeurs peuvent
amener le modele a des résultats completement différents de performances. Il y a donc tout un

répertoire de méthodes pour initialiser les poids des neurones artificiels.
Dans notre cas, les couches denses sont initialisées de maniere uniforme aléatoire, avec des

biais mis a zéro. Les couches convolutives sont initialisées de maniere glorot uniform, avec des

biais aussi mis & zéro.
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Glorot uniform est une distribution uniforme dont les limites positives et négatives sont

,/W, ou fany, est le nombre de neurones d’entrées (input units) dans le tenseur des
in out
poids, et fan,, est le nombre de neurones de sorties (output units) dans le tenseur des poids.

Ce sont les parametres de base d’initialisation des poids les plus couramment utilisés. Ils

offrent une large gamme de poids choisis de maniere arbitraire, sans tendance, et ils se prétent

parfaitement bien pour nos expériences.
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Etat de I'art

“S% j’at vu plus loin, c’est que parce que je

j’étais sur les épaules de géants.”

Isaac Newton
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5.1 Introduction

Que nous apprend la littérature sur la question de généralisation ? Le présent chapitre constituera

une breve réponse. Nous ferons ici un petit apercu de la littérature et des travaux traitant de la
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généralisation des réseaux profonds. Ces articles et autres publications nous ont tout d’abord

servi d’inspiration et nous ont ensuite permis de calibrer nos recherches.

5.2 L’importance des données d’entrainement

Grace aux avancées actuelles, il est aisé pour les réseaux de converger et d’atteindre 0% d’erreur
sur les données d’entrainement. Cependant, cela ne garantit pas une bonne généralisation. En
manipulant les données d’entrainement (ex : changement aléatoire des labels), [Zha+17] ont
montré que des réseaux qui atteignent aisément 0% d’erreur montrent pourtant des performances
médiocres en terme de généralisation. Il y aurait donc une différence notable entre la facilité

d’optimisation des modeles, et les vraies causes de la généralisation.

Ceci étant, les réseaux profonds montrent généralement une aptitude surprenante a géné-
raliser méme si les modeles sur-paramétrisent, c.a.d. si les réseaux posseédent beaucoup plus
de parametres (poids) que de données d’entrainement. Ceci est surprenant car la théorie de
l'apprentissage statistique attribue généralement les qualités de généralisation d’un modele a
sa plus faible complexité ([Zha+17]). Curieusement donc, un réseau profond, bien que riche et
complexe, ne mémorisera pas simplement les données d’entrainement mais essayera de trouver
une relation qui les caractérisent ([Kru+17] [Dev+417]). Plusieurs publications mettent en avant

ce phénomene de différentes manieres. En voici quelques uns :

Le document [KN19] fait la distinction entre les exemples faciles et difficiles & apprendre

pour le réseau. Les auteurs ont quelques conclusions intéressantes :
1. les exemples difficiles contribuent plus a la généralisation que les exemples faciles
2. retirer beaucoup d’exemples faciles mene a une pauvre généralisation

3. les exemples mal classés dans le set de validation sont pour la plupart des exemples
difficiles

4. tous les réseaux convolutifs, quelle que soit leur architecture, commencent a apprendre

des mémes exemples

Pour expliquer ces résultats, ils émettent ’hypothese suivante : les réseaux convolutifs
commencent par apprendre des motifs fréquents qui ne se contredisent pas a travers les classes.
En effet par définition, un pattern fréquent dans les données apparaitra souvent dans les batchs
lors d’un update. Ces patterns définissent la direction principale du gradient, donnant la priorité

au réseau de les apprendre en premier. !

1On pense que c’est pour cela que des batchs plus petits pour 'entrainement de SGD permettent de donner plus
de poids aux exemples difficiles, et donc d’accentuer une meilleure généralisation en un nombre d’updates moins
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L’excellent travail [Cécl8] nous fait prendre conscience de I'importance des données utilisées,
principalement de leur contenu. Il nous indique que les images avec une grande cohérence
demandent moins de temps d’apprentissage par le réseau, mais ce dernier généralise mal sur
des images inconnues. Au contraire, les images avec une faible cohérence, a priori plus faciles a
classifier, nécessitent un plus long apprentissage, mais le réseau généralise alors tres bien. On

remarquera la similitude avec les résultats émis par [KN19].

[Tre+18] nous parle de entrainement de réseau de neurones profond pour la reconnaissance
d’images artificielles. En ajoutant seulement du bruit artificiel dans 'apprentissage, les données
d’entrainement sont moins biaisées par d’autres biais de bruits et ainsi les performances en terme
de généralisation sont meilleures. Cette fagon d’apprendre de maniere synthétique peut dépasser
I’apprentissage sur images réelles en terme de performances et offre donc des possibilités d’avenir

intéressantes.

5.3 La dynamique des poids

5.3.1 La vitesse de rotation des couches

[CV18b] a montré que la rotation des couches durant I’entrainement — 1’évolution de la cosinus
distance entre le vecteur de poids initial et final d’'une couche — est un bon indicateur de
la généralisation. Leurs résultats suggerent que si cette cosinus distance évolue a une vitesse
similaire et atteint une valeur finale la plus haute possible (proche de 1) a travers les couches,
alors le réseau aura tendance a bien généraliser. Ces résultats sont appuyés par un nouvel
algorithme d’optimisation baptisé layca qui force les couches du réseau a évoluer uniformément.
Ils démontrent également que SGD n’atteint généralement pas de telles caractéristiques mais
que 'ajout du régularisateur weight decay engendre automatiquement les couches du réseau a
évoluer plus uniformément jusqu’a une valeur de cosinus distance proche de 1, d'une maniere
similaire a layca. Ceci expliquerait la raison pour laquelle 'ajout de weight decay amenerait
généralement a une meilleure généralisation. Cette étude nous a motivés a analyser de plus pres

ce lien entre 1'évolution des poids dans le réseau et sa capacité a généraliser (Chapitre 7).

important. Effectivement, selon nous, la structure primaire d’un réseau qui généralise bien est principalement
amenée par les exemples faciles. Alors que ce sont les exemples difficiles qui ameénent le réseau & se perfectionner
et corriger les anomalies, et donc a mieux cerner la généralisation voulue. Nous pensons qu’il y a une grande
importance a accorder aux données, que leur diversité et leur hétérogénéité va apporter beaucoup en terme de
généralisation lors ’entrainement ; tout comme le cerveau humain, il faut qu’on conceptualise I'objet, et ensuite
on peut le retrouver dans des situations dont il est plus difficilement repérable. Cette approche reste possible a
la suite de nos résultats.
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5.3.2 L’élagage (pruning) des liens

La récente publication [Zho+19] montre qu’on peut avoir des performances supérieures en
ré-entrainant un réseau dans lequel on a mis une bonne partie des poids a 0, seulement si
on redémarre I'entrainement avec les mémes poids initiaux. En fait, il y a des performances
similaires quand on fait un pruning de 90 & 99.5 %, et des performances supérieures quand
on fait un pruning entre 50 et 90 %. Il est donc montré que linitialisation des poids n’est

pas anodine. En particulier, I'important dans I'initialisation des poids est le signe, pas I’amplitude.

Ces expériences sur le pruning sont en accord avec les résultats de [AS19], qui démontrent
qu’une représentation du modele moins dense et plus élaguée peut nous apporter plus de

robustesse aux bruits et interférences.

On citera aussi le point de vue des travaux sur le targeted dropout [Gom+17], qui est une

méthode qui rend robuste le réseau au pruning, sans pour autant 'appliquer.

Ces études nous ont motivés a étudier la robustesse de nos modeles face au pruning (Chapitre
7).

5.4 La dynamique des activations

5.4.1 Les caractéristiques apprises par un réseau convolutif

[ZF14] ont montré que les caractéristiques (features) apprises par un réseau convolutif sont loin
d’étre aléatoires et inintelligibles. Au contraire, elles dévoilent beaucoup de propriétés désirables
comme la composition, 'augmentation de la discernabilité des classes en aval des couches.
En d’autres mots, elles collent avec I'intuition que 'on a de 'apprentissage des couches : les
premieres couches apprennent les caractéristiques tres basiques de I'image comme les bords et
les couches suivantes composent ces caractéristiques pour créer des objets plus abstraits, comme
les oreilles d’un chat par exemple. On voit également que dans leur analyse des activations, il
y a une importance a distinguer plus de features complétement différentes dans les premieres
couches. Ceci nous motivera a étudier la redondance des features apprises dans les activations

des couches de nos modeles (Chapitre 8).

On citera aussi la publication [PY17] qui nous aide & mieux comprendre comment un réseau
est activé. Effectivement, les auteurs ont développé une méthode de détection de saillance, qui
permet de mettre précisément en avant et de sélectionner 'objet détecté d'une image. Certaines
régions dans I'image apprises ne seront pas utiles, et d’autres régions le seront bien davantage pour
la reconnaissance. Par exemple, pour reconnaitre un chat, une petite partie de son oreille peut

jouer le role déterminant dans la classification. Le masque est créé rétroactivement, et possede de
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tres bonnes performances comparé a ce qu’il se fait dans le domaine pour le moment. On retiendra

que l'influence du placement des données sur I'image pour la classification est loin d’étre anodine.

5.4.2 L’apprentissage vu par un neurone

Aussi complexe que peut étre un réseau, il est finalement constitué de neurones. L’algorithme
d’apprentissage SGD n’est pas basé sur une répétition d’un algorithme d’entrainement au niveau
neuronal, mais bien d’en mécanisme global d’optimisation du réseau, qui est traité comme
une boite noire. Mais d’apres les recherches menées par [CV18al, les neurones cachés auraient
tendance a se comporter comme des classifieurs binaires, divisant les entrées en 2 catégories
de tailles quasi égales, méme quand il n’y a pas de fonction d’activation utilisée. Cela va nous
aider & motiver la réalisation des expériences des activations sur le clustering (Chapitre 8), en
analysant mieux la dynamique encore trop peu explorée d’apprentissage du réseau au niveau

méme du neurone.

5.5 Les hyperparametres influencant la généralisation

5.5.1 Profondeur

Les recherches menées par [Zha+17] nous informe entre autres qu’un réseau de profondeur 2
(hidden layer + output layer) peut approximer n’importe quelle fonction du moment que le
nombre de ses parametres (poids) dépasse la taille du training set. Cela met en avant la capacité

de mémorisation du réseau.

5.5.2 Fonction d’activation

[ALL18] nous informe également qu’un réseau de neurones avec des activations ReLU peut
avoir les mémes performances qu'un plus petit réseau avec des activations continues C'. Selon
[Ale13a], la fonction d’activation ReLU accélere également I'apprentissage par SGD. Pour cette

raison, nous 'utilisons exclusivement dans ce travail.

5.5.3 Learning rate

Une multitude de sources dont notamment [Laul7] ont montré que décroitre le learning rate
pendant I'apprentissage amenait a une meilleure généralisation. C’est ce que nous avons fait

aussi dans notre étude.

36



CHAPITRE 5. ETAT DE L’ART

5.5.4 Batch size

Selon [Kes+16], la taille du batch size aurait un impact sur la capacité du réseau a généraliser.
Plus la taille du batch size augmente, plus le réseau a de chances de se retrouver dans un
minimum local étroit, ce qui a tendance & diminuer ses performances. A titre d’information,
[EID17] démontre que le probleme n’est pas directement lié au batch size mais au nombre
d’updates de 'apprentissage.

Si on utilise une multitude de petits batchs, on peut quand méme, aprés un certain nombre
d’itération, mieux cerner les biais voulus [Dom18]. C’est d’ailleurs souvent cette derniere option
qui est choisie car plus efficace apres un nombre suffisent d’itération.

Pourtant les auteurs ont mis au point un algorithme d’optimisation permettant de travailler
avec des batch size de plus grande taille tout en préservant les performances des modeles. Nous
n’utilisons cependant pas cet algorithme dans notre travail, préférant travailler avec un batch

size relativement petit (128).

5.6 Conclusion

Voici les principaux travaux qui nous intéresseront et qui nous stimuleront dans notre recherche.
Nous vous invitons vivement d’y jeter un oeil afin de mieux comprendre notre démarche, et de

voir les liens évidents tissés avec ces travaux de par la position de notre travail.
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Le but de ce chapitre est de donner :

« une vue d’ensemble sur les méthodes expérimentales utilisées

 les moyens au lecteur pour qu’il puisse répliquer les résultats de nos expériences
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6.1 Meéthodologie

Afin de cerner les caractéristiques qui amenent un réseau a bien généraliser, notre analyse se
fonde sur la comparaison de modeles qui ont une bonne et une mauvaise capacité a généraliser.
Puisque notre travail s’inscrit en grande partie dans la lignée des recherches publiées par [CV18b],
nous avons décidé d’utiliser les trois optimiseurs SGD, weight decay et layca afin de créer nos

modeles.

6.1.1 Modéles entrainés

Nos modeles sont au nombre de neuf, chacun ayant subit un entrainement différent. Ils sont

repris dans le tableau 6.1.

Nom du modele Optimiseur Validation accuracy Test accuracy
vgg_sgd_ 0 SGD 0.65 0.64
vgg_sgd_ 1 SGD 0.75 0.75
vgg_sgd_2 SGD 0.84 0.84

vgq_wdecay 0 SGD + weight decay 0.68 0.66
vgq _wdecay 1 SGD + weight decay 0.74 0.74
vgg_wdecay_ 2 SGD + weight decay 0.87 0.86
vgg_layca_ 0 SGD + layca 0.65 0.65
vgg_layca_ 1 SGD + layca 0.76 0.74
vgq_layca_ 2 SGD + layca 0.85 0.85

TABLE 6.1 — Performances des différents modeles utilisés. Les scores ont été arrondis a la
deuxiéme décimale.

Nous utilisons donc trois types d’optimiseurs différents. Chacun de ses optimiseurs amenera
les modeles a atteindre des performances en terme de validation de l'ordre de 65%, 75% et 85%

. Notons que les poids initiaux utilisés seront les mémes pour les neuf modeles.

L’intérét de cette méthodologie est que cela permet de faire une analyse tant horizontale

que verticale des modeles. On pourra par exemple se poser les questions suivantes :

e Sur base d’un critere A, qu’est-ce qui différencie les optimiseurs X et Y qui ont une test

accuracy similaire ?

e Sur base d’un critéere B, qu’est-ce qui différencie 'optimiseur X pour différentes valeurs

de la test accuracy?

1Si nous avions ajusté les hyperparametres de nos modeles pour qu’ils atteignent ces scores sur le test set,
alors ce score aurait représenté une légere surestimation de la capacité du modeéle a généraliser. Cela reste
cependant un détail dans ce cas-ci car les scores de validation et de test sont assez proches.
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6.1.2 Architecture du réseau

Nos réseaux convolutifs sont calqués sur I’architecture VGG-16 visible sur la FIGURE 6.1, que

nous avons adapté pour notre recherche :

1. en changeant la taille de la couche de sortie & 10 (puisque nous avons 10 classes)

2. en rajoutant des couches de batch normalization avant chaque activation afin d’accélérer
I’apprentissage

L’architecture complete est disponible sur notre github dans le fichier MODELS.PY.

32x32x3 32x32x64

16 x 16 x 128

4_)_(4)(512

=) convolution+RelLU
) max pooling
fully nected+RelLU
softmax

FIGURE 6.1 — Architecture VGG-16 utilisée

On peut alors se faire une idée de la disposition des couches de notre réseau sur la FIGURE

6.2.
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FIGURE 6.2 — Disposition des couches de nos réseaux

Le tableau 6.2 contient de plus amples informations sur I'architecture comme le nombre de

neurones par couche, ainsi que le nombre de parametres ajustables.
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H Couche [ # Neurones [ # Parametres H H Couche [ # Parametres H H Couche [ # Parameétres H
Conv 1 65536 1792 BN 1 128 Acti 1 0
Conv 2 65536 36928 BN 2 128 Acti 2 0

Pooling 1 0
Conv 3 32768 73856 BN 3 256 Acti 3 0
Conv 4 32768 147584 BN 4 256 Acti 4 0
Pooling 2 0
Conv 5 16384 295168 BN 5 512 Acti 5 0
Conv 6 16384 590080 BN 6 512 Acti 6 0
Conv 7 16384 590080 BN 7 512 Acti 7 0
Pooling 3 0
Conv 8 8192 1180160 BN 8 1024 Acti 8 0
Conv 9 8192 2359808 BN 9 1024 Acti 9 0
Conv 10 8192 2359808 BN 10 1024 Acti 10 0
Pooling 4 0
Conv 11 2048 2359808 BN 11 1024 Acti 11 0
Conv 12 2048 2359808 BN 12 1024 Acti 12 0
Conv 13 2048 2359808 BN 13 1024 Acti 13 0
Pooling 5 0
Dense 1 512 262656 BN 14 1024 Acti 14 0
Dense 2 10 5130 BN 15 20 Acti 15 0

TABLE 6.2 — Information relative a chaque couche de notre architecture

6.1.3 Analyse des résultats

Les expériences ont toutes été menées sur les neufs modeles. Pour chaque epoch de l'ap-
prentissage, nous avons sauvegardé un snapshot du modele. Ceci nous a permis d’observer

la dynamique d’apprentissage de plus pres, en plus de la comparaison des modeles finis entre eux.

La majorité des résultats obtenus ont été étudiés graphiquement. Pour chaque résultat
obtenu, nous avions émis des hypotheses basées sur notre connaissance du sujet. Cela permettait

de les affirmer ou les infirmer. Le tout étant exécuté en veillant a garder un regard critique.

6.2 Outils

6.2.1 Base de données

Pour entrainer /tester les réseaux convolutifs que nous utilisons pour nos expériences, nous avons
utilisé la base de données CIFAR-10. Elle contient des images d’objets et d’animaux courants
telles que voiture, avion, cheval, chien, chat, ...

La TABLE 6.3 détaille les caractéristiques de la base de données tandis que la FIGURE 6.3

montre quelques unes de ces images.
Motivation : CIFAR-10 est largement utilisée pour ’entrainement d’algorithmes en machine

learning et computer vision. Cela nous permet d’avoir suffisamment de documentation et de

travaux portant sur le méme matériel et donc de pouvoir comparer nos résultats plus facilement
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Caractéristiques Valeur
nombre de classes 10
nombre d’images (train/test) 60000 (50000/10000)
résolution 32x32x3 (RGB)

TABLE 6.3 — Descriptif de la base de donnée CIFAR-10

FIGURE 6.3 — Quelques exemples d’images provenant de la base de données CIFAR-10. Les 10
classes représentées dans les images sont : des camions, des bateaux, des chevaux, des grenouilles,
des chiens, des chats, des avions, des voitures, des oiseaux et des cerfs

les leurs.

Notre utilisation : Notez que nous avons d’avantage départagé le set d’entrainement
(training set) en deux pour avoir un set de validation de 10000 images. En somme, nous avons
40000, 10000 et 10000 images respectivement pour le training, validation et le test set. Ce set de

validation sert a tester la précision de nos modeles en jouant sur leurs hyper-parametres.

6.2.2 Langage de programmation, librairies et matériel

Le langage de programmation utilisé est python. Nous utilisons la librairie Keras pour
construire et entrainer nos modeles. Pour de plus amples informations, la documentation de la

librairie est disponible a ’adresse https://keras.io/.
Pour ce qui est du matériel, nous avons regu 'acces au serveur cassiopée de I’ UCL. Ce serveur

possede quatre cartes graphiques (GPU) Nvidia GTX 1080 qui peuvent étre utilisées par Keras

afin d’accélérer 'apprentissage des modeéles.
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6.3 Notre recette d’apprentissage

6.3.1 Initialisation

1. Importer la base de données CIFAR-10 de telle maniére a avoir respectivement 50000 et

10000 images pour le training set et le test set.

2. Charger les neufs modeles et leur assigner une méme distribution de poids initial.

6.3.2 Entrainement

1. Choisir une valeur pour le learning rate pour chaque modele.

2. Entrainer chaque modele jusqu’a ce que le training accuracy atteigne un minimun de 99%.
A chaque epoch, sauvegarder les poids du réseau, sa cosinus distance et autres données

utiles.

3. Si la validation accuracy a la fin de 'entrainement n’est pas celle désirée, recommencer a

partir de 1’étape 1.

6.3.3 Commentaires
Evolution du learning rate

Afin d’arriver a de meilleurs performances en terme de généralisation, le learning rate de nos
modeles évolue au fil de 'entrainement ([Laul7]). Nous utilisons la méthode ReduceL ROnPlateau
de Keras de telle maniere a diviser le learning rate par 5 si la validation accuracy n’augmente

pas significativement (d’un ordre de le-4) pendant 2 epochs.

Arrét de ’entrainement

Nous avons observé que lorsqu’un modele atteint 99% de training accuracy, sa validation accuracy
n’augmente plus significativement ; le réseau overfit les données d’entrainements a ce stade.
L’entrainement a tendance a stagner apres cette valeur et prend parfois un nombre important
d’epochs avant d’arriver & 100%. Deés lors, nous avons décidé d’arréter 1’entrainement & 99%,

jugant ces dernieres epochs sans importance dans notre analyse.

Choix du batch size

La taille du batch size a été maintenue a une valeur constante de 128 images. Il s’agit d’une valeur
souvent utilisée en pratique. Cette valeur nous a permis d’obtenir de meilleures performances de

généralisation en un nombre réduit d’epochs ([Kes+16] [EID17]).
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6.3.4 Evolution des modéles avec les epochs

A présent, passons un coup de loupe sur les figures suivantes, qui montrent ’évolution au

des epochs de la wvalidation accuracy et de la cosinus distance pour chaque modele.
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FIGURE 6.4 — Evolution des caractéristiques des modéles entrainés par SGD au fil
des epochs. Les images de gauche montrent 1’évolution de la training (bleu) et validation

accuracy (

) ainsi que du learning rate (vert) du moins bon au meilleur modele. Les

images de droite montrent ’évolution de la cosinus distance des couches au fil des epochs. Les
numéros des couches correspondent aux numéros de la FIGURE 6.2 moins un.
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FIGURE 6.6 — Evolution des caractéristiques des modeéles entrainés par layca au fil
des epochs. Les images de gauche montrent I’évolution de la training (bleu) et wvalidation
accuracy (

) ainsi que du learning rate (vert) du moins bon au meilleur modele. Les
images de droite montrent I’évolution de la cosinus distance des couches au fil des epochs. Les
numéros des couches correspondent aux numéros de la FIGURE 6.2 moins un.

Commentaires

Nous avons remarqué que pendant son entrainement, le meilleur modele SGD peinait a dépasser

les 84% de walidation accuracy, alors que les deux autres optimiseurs pouvaient étre ajustés de

telle maniere & atteindre 87%.

Notons deux dernieres choses. La premiere que est que nous avons réussi a entrainer un
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modele sgd qui possede 86.7% de walidation accuracy lorsque nous baissions le batch size a
64. La deuxieme est que nous avons observé des courbes de cosinus distance qui n’allait pas

exactement jusqu’a 1 pour un bon modele entrainé par layca.
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Une étude des poids

“To ask the right question is harder than to

answer it.”

Georg Cantor
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CHAPITRE 7. UNE ETUDE DES POIDS

7.1 Introduction

Ce chapitre est le premier des deux chapitres qui portent sur les analyses que nous avons menées
lors de cette année de recherches. Dans ce chapitre, nous étudierons nos réseaux convolutifs
du point de vue de leur poids. Dans le chapitre suivant, nous étudierons ces réseaux via les

activations neuronales.

7.1.1 Mesure utilisée
La cosinus distance

La cosinus distance ¢ permet de calculer la distance angulaire entre deux vecteurs. Sa formule

mathématique est donnée par
¢(a,b) =1 — cos(ZLab)

ou Zab est 'angle entre le vecteur a et b. La mesure d’angle est ambigué au dela de trois

dimensions ; la formule s’écrit plus généralement

b
b)=1- 22 _
?a:b) =1 = ool

ou (+) représente le produit scalaire et || - || la norme euclidienne du vecteur.

La mesure de cosinus distance a été utilisé dans [CV18b] pour quantifier la distance angulaire
entre les vecteurs de poids initiaux et finaux des couches du réseau. Nous utilisons également
cette métrique de fagon a pouvoir comparer les courbes de cosinus distance de nos modeles entre

elles et avec celles que 'on trouve dans [CV18b].

En deux dimensions, la cosinus distance vaut 1 lorsque les deux vecteurs sont orthogonaux.
Il faut cependant noter que les vecteurs des entrées des neurones de nos réseaux résident en de

tres grandes dimensions. L’intuition de cette distance tombe alors rapidement.

7.1.2 DMotivation

Les recherches menées par [CV18b] suggerent que I’évolution des poids d'un réseau est étroite-
ment liée a sa capacité a généraliser ; si ses poids changent suffisamment lors de I’entrainement,
alors le réseau aura tendance a bien généraliser. Pour étre plus précis, on dira que les poids
d’une couche du réseau auront beaucoup changé s’ils sont distants de leur état initial en terme
de cosinus distance (c.f. plus haut). Lorsque cette cosinus distance évolue a cadence similaire sur
’ensemble des couches du réseau et que sa valeur est importante en fin d’entrainement (proche
de 1), un réseau aurait tendance a bien généraliser. Comme nous pouvons le constater dans les
figures du chapitre précédent, cette tendance est moins prononcée pour 'optimiseur sgd que pour

weight decay et layca, alors qu’il atteint aussi une test accuracy similaire (avoisinant les 85%).
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Ceci étant, si ’'on effectue une comparaison des 3 modeles SGD, nous observons que la cosinus
distance est plus grande sur I’ensemble des couches pour le modele 85%. Ceci indique que cette
mesure vaut la peine d’étre investiguée, méme si sa relation avec la capacité de généralisation

est moins directe qu’on le pensait initialement.
Dans ce chapitre, nous investiguons donc ce phénomene en étudiant de plus la dynamique
des poids des modeles entrainés par sgd, weight decay et layca, afin d’y trouver des indicateurs

de bonne généralisation.

L’utilisation de ces trois optimiseurs est cruciale a notre analyse car nous pensons que le

comportement d’apprentissage de weight decay et layca est similaire mais différent de sgd.

Cette premiere analyse s’appuiera surtout sur les articles [CV18b] [Zho+19] [AS19].

7.1.3 Structure du chapitre

Nous garderons en téte une question centrale pour ce chapitre :

Quelles sont, au niveau de la dynamique des poids, les mécanismes d’apprentissage qui favorisent

une bonne généralisation et/ou l’émergence d’une grande cosinus distance pour l’ensemble des

couches ¢

Afin d’apporter des réponses a cette question fondamentale, nous formulons notre analyse

sous la forme de deux questions sous-jacentes :

1. Comment les poids du réseau évoluent-ils pendant I’entrainement ? Cette section
a pour but de mieux comprendre la fagon dont chaque optimiseur joue sur ses poids au

cours de 'entralnement.

2. Que se passe-t-il si I’'on ampute le réseau de certains de ces poids ? Finalement,
on regardera la fagon dont nos modeles réagissent face a 1'élagage (pruning) de certains de

leurs poids.
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7.2 Comment les poids évoluent-ils ?

A cause de la haute dimension des vecteurs d’entrées des neurones, la cosinus distance des poids
finaux d’une couche par rapport aux poids initiaux peut augmenter relativement facilement.
Effectivement, il suffit de modifier un nombre limité d’entrées pour pouvoir arriver a une cosinus
distance proche de 1 et ainsi étre "orthogonal" par rapport a la situation initiale. Le principal
questionnement de cette section est de comprendre comment les poids d'une couche se retrouve

"orthogonaux" a leurs poids initiaux.

Pour répondre a cela, nous avons différentes pistes. Est-ce qu'un petit ensemble fini des poids
changent fortement pendant I’entrainement ? Est-ce que tous les poids changent 1égerement ?

Ou est-ce un compromis entre les deux ?

7.2.1 Distribution du changement des poids Aw®

Afin de comprendre la facon dont a évolué chaque poids d’une couche apres 'apprentissage,
intéressons nous a la quantité Aw®, représentant le changement des poids d'une couche entre
les états initiaux et finaux. Formellement, soient respectivement w(()l) et w®, le vecteur poids de
la couche [ a l'initialisation et apres n epochs. La quantité d’intérét est

)

Aw = w? — wy;

Note : pour rappel, le nombre d’epochs n est différent pour chaque modeéle mais le nombre

de couche est identique; [ =0,1,...,14.

Jetons maintenant a nouveau un oeil sur courbes de cosinus distance des trois optimiseurs
(6.4, 6.5, 6.6). Puisque la cosinus distance de sgd atteint une plus petite valeur sur ’ensemble
des couches par rapport a weight decay ou layca, on s’attend des lors a ce que ses poids aient

moins changé. Regardons a présent ce qu’il en est.

Les FIGURES 7.1, 7.2 et 7.3 montrent la distribution de Aw® pour I'ensemble des couches,

et ce pour chaque modele.
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FIGURE 7.1 — Distribution de Aw® pour I’ensemble des modeles sur ’ensemble des
couches. Les distributions des modeles sgd, weight decay et layca sont respectivement représen-
tées sur la colonne de gauche, du milieu et de droite. La premieére ligne correspond a la premiere
couche, la deuxieme ligne a la deuxieme couche, etc.
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FIGURE 7.2 — Distribution de Aw® pour I’ensemble des modeles sur ’ensemble des
couches. Les distributions des modeles sgd, weight decay et layca sont respectivement représen-
tées sur la colonne de gauche, du milieu et de droite. La premiere ligne correspond a la sixiéme
couche, la deuxieme ligne a la septieme couche, etc.
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FIGURE 7.3 — Distribution de Aw® pour I’ensemble des modeles sur ’ensemble des
couches. Les distributions des modeles sgd, weight decay et layca sont respectivement représen-
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Premierement, on remarque que la distribution du meilleur modele sgd s’étale globalement
de moins en moins au aval des couches (en aval veut dire dans la direction de la sortie du réseau),

ce qui expliquerait pourquoi sa cosinus distance diminue aussi en aval FIGURE (voir 6.4).

On remarque aussi que ’étalement de la distribution est plus prononcé pour le meilleur
modele sgd que pour les moins bons modeles. Cette observation est aussi valable pour les deux
autres optimiseurs. A ce stade, on pourrait imaginer qu'un réseau qui changent ses poids plus

uniformément et avec une plus grande gamme de variation aurait tendance a mieux généraliser.

Si l'on fait une comparaison horizontale, on remarque que les distributions des trois optimi-
seurs ont une gamme de variation assez similaire. Ceci n’explique donc pas pourquoi la cosinus

distance de sgd est moins importante que pour weight decay et layca.

On notera aussi que les distributions du meilleur modele pour weight decay semblent étres
suspicieusement uniformes, davantage en aval des couches. Nous pensons que cela pourrait
s’expliquer par I'aspect régularisateur de weight decay, empéchant de trop grandes variations de

poids de se produire a long terme.

7.2.2 Distribution du changement des poids Aw®

Les distributions précédentes nous révelent qu’une variation plus importante des poids serait
signe d'une bonne généralisation mais n’expliquent pas les différences de cosinus distance entre
les optimiseurs. D’un autre c6té, un changement de poids, aussi grand soit-il, risque de n’avoir
que peu d’'impact sur la structure du réseau s’il est petit relativement a la norme des poids.
Afin de se départir de la norme du poids, intéressons nous maintenant a la quantité Aw® !,

représentant le vecteur variation de poids normalisé par le vecteur de poids final

!
Agl) — A
[furd |
Les FIGURES 7.4, 7.5 et 7.6 montrent la distribution de Aw® pour I'ensemble des couches,

et ce pour chaque modele.

On a choisi la notation w & la place de @ car cette derniére aurait pu étre confondue avec la notation du
vecteur unitaire.
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FIGURE 7.4 — Distribution de Aw® pour I’ensemble des modeles sur ’ensemble des
couches. Les distributions des modeles sgd, weight decay et layca sont respectivement représen-
tées sur la colonne de gauche, du milieu et de droite. La premieére ligne correspond a la premiere
couche, la deuxieme ligne a la deuxieme couche, etc.

26



CHAPITRE 7. UNE ETUDE DES POIDS

Distribution of Aw Y| lw||

Distribution of Aw"/[jw![|

Distribution of Aw!}|lw||

2000

2000 2000
---- vggle_sgd_O ---- vggle_wdecay_0 vggle_layca_0
—— vgg16_sgd_1 —— wvggl6_wdecay_1 — vggls_layca 1
1750 —— vggl6_sgd_2 170 —— vgg16_wdecay_2 1750 —— vggle_layca_2
1500 § 1500 1500
L
I
1250 -| =: 1250 - i 1250 -
2 n 2z H 2
2 1000 4 =| 2 1000 4 H 2 1000
& i 8 K] 8
750 El 750 H 750
[H 3]
[H L5
500 4 [ 500 - [+ 500
3 £l
-1
250 4 3 250 4 250
1
Ay o o -
—0.010 —0.005  0.000 0.005 0.010 —0.010 —0.005  0.000 0.005 0.010 —0.010 —0.005  0.000 0.005 0.010
awi | Aw|w| w0 w|
Distribution of Aw"/||w|| Distribution of Aw"/]|wi|| Distribution of Aw/||wi||
2000 - 2000 - 2000 -
---- vggl6_sgd_O -.-- vggl6_wdecay 0 -.-- vgglé_layca_0
—— vgg16_sgd_1 —— wvggl6_wdecay_1 —— wvggls_layca_1
1750 —— vggl6_sgd_2 170 —— vgg16_wdecay_2 1750 —— vggle_layca_2
1500 1500 1500
1250 1 1250 1 1250 A
= = =
2 1000 2 1000 2 1000 |
& & &
750 4 750 4 750 A
500 500 o 500
250 1 250 1 250 A
o o o
—0.010 —0.005  0.000 0.005 0.010 —0.010 —0.005  0.000 0.005 0.010 —0.010 —0.005  0.000 0.005 0.010
| Aw | wi| 2w w i
Distribution of Aw"/||w|| Distribution of Aw"/]|wi|| Distribution of Aw/||wi||
3000 = 3000 < 3000 -
3 ---- vggl6_sgd_O : ---- vgglé_wdecay O 3 ---- vgglé_layca_0O
—— vgglé_sgd_1 3 —— vgglé_wdecay_1 { — wvgglé_layca_1
2500 4 —— vggl6_sgd_2 2500 4 i —— vgg16_wdecay_2 2500 4 = —— vggl6_layca_2
[l
i
2000 + 2000 + 2000 1 h
i
]
z z 2z h
2 1500 - 2 1500 2 1500 - 4
& & &
1000 + 1000 4 1000 A
1
500 A 500 500 A
o £ o o
—0.010  —0.005 0.000 0.005 0.010 —0.010  —0.005 0.000 0.005 0.010 —0.010  —0.005 0.000 0.005 0.010
| Aw | wi| 2w w i
Distribution of Aw“/||w|| Distribution of Aw "/]|wi| Distribution of Aw /| |wi||
5000 5000 - 5000
vggl6_sgd_O H vggl6_wdecay_ 0 vggl6_layca_o
—— vggl6_sgd_1 —— wvggl6_wdecay 1 — vggl6_layca_1
—— vggl6_sgd_2 : —— vggl6_wdecay_2 —— vggle_layca_2
4000 4000 : 4000
3000 - 3000 - B 3000 1
) z 1 z
G = B g
2 2 i 2
& & [l &
2000 2000 ; 2000 4
i
a 1
A
1000 1000 a 1000 1
4]
2] H
6 2]
A £} /8
0 — o 0
—0.010 —0.005 0.000 0.005 0.010 —0.010 —0.005 0.000 0.005 0.010 —0.010 —0.005 0.000 0.005 0.010
o) A wil| w7 w i
Distribution of aw“/|w|| Distribution of Aw "/]|w|| Distribution of Aw/||w||
6000 6000 6000
vggl6_sgd_O : vggl6_wdecay_O vggle_layca_0O
—— vggl6_sgd_1 H —— wvggl6_wdecay 1 — vggl6_layca_1
5000 4 —— vggl6_sgd_2 5000 4 : —— vggl6_wdecay_2 5000 4 —— vggl6_layca_2
4000 - 4000 - : 4000
z z H z
£ 3000 - 2 3000 - H 2 3000
3 & g 8
2000 4 2000 4 g 2000
[
H
1000 + 1000 4 Il 1000 A
]
a
[
o - - - - . . o - - . : - - o T T + r r r
—0.010 —0.005 0.000 0.005 0.010 0.015 —0.010 —0.005 0.000 0.005 0.010 0.015 —0.010 —0.005 0.000 0.005 0.010 0.015
o) A wil| w7 w i

FIGURE 7.5 — Distribution de Aw® pour I’ensemble des modeéles sur ’ensemble des
couches. Les distributions des modeles sgd, weight decay et layca sont respectivement représen-
tées sur la colonne de gauche, du milieu et de droite. La premiere ligne correspond a la sixiéme
couche, la deuxieme ligne a la septieme couche, etc.
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FIGURE 7.6 — Distribution de Aw® pour I’ensemble des modeéles sur ’ensemble des

couches. Les distributions des modeles sgd, weight decay et layca sont respectivement représen-
tées sur la colonne de gauche, du milieu et de droite. La premiere ligne correspond a la dixiéme

couche, la deuxieme ligne a la onzieme couche, etc.
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Premierement, on observe toujours un redressement en aval des couches de la distribution
des poids pour sgd. Cependant, on observe aussi ce redressement pour layca, ce qui met a péril
notre hypotheése de la section précédente comme quoi la diminution du cosinus distance au fil

des couches pour sgd serait liée a ce redressement.

En outre, la gamme de variation des distributions sgd semble globalement plus étroite que
pour les deux autres optimiseurs. Ceci pourrait peut-étre expliquer pourquoi sa cosinus distance

est moins grande.

On observe également que les distributions du meilleur modele weight decay s’étalent signifi-
cativement plus que pour les deux autres optimiseurs. Ceci indique que bien que ’étalement
de la distribution soit signe de bonne généralisation, la grande taille de 1’étalement n’est pas
nécessairement liée a une meilleure généralisation. C’est a dire que méme si I’étalement est
beaucoup plus important, cela ne veut pas dire qu’il y aura forcément un gain de généralisation

de méme importance.

Enfin, on observe que les distributions des modeles 65% et 75% sont tres étroites, indiquant
que la majorité de leur poids ne changent pas significativement. Intuitivement, cela montre que

le réseau dans son entiereté n’est pas bien exploité.

En somme, ces résultats montrent un lien intéressant entre généralisation et variation
des poids, indiquant qu’en moyenne, des variations d’amplitudes plus importantes et plus
uniformément distribuées sur l'ensemble des poids seraient signe de bonne généralisation.
Cependant, ces observations sont incompletes et insuffisantes pour expliquer les courbes de

cosinus distance des optimiseurs.

7.2.3 La cosinus distance relookée

Par une certaine mise en évidence dans I’équation 7.1, on peut mieux comprendre le lien entre

la cosinus distance et la variation de poids Aw®.
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l
o0 =1 — U;(()) 'wg)l
|w$|] - [Jwd]]
B w(()l) . (w(()l) + Aw®)
- l l
|| - |wid|
|w$ |12 + w + Aw®
=1- GITRTG) (7.1)
|| - |||
el _ g, Aw?
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[|wi|| |w||
!
[l o), Ag®
@ 0
[|wi||

On remarque alors qu’il y a deux termes importants qui rentre en jeu dans I’équation de
la cosinus distance 2. On a d’abord le terme ||w(()l)|| /|[w®]| qui est lié & la fagon dont la norme
total des poids de la couche évolue au cours de ’apprentissage ; on voit donc qu’une maniere
d’augmenter la cosinus distance est d’augmenter la norme ||w{||. Le deuxiéme terme o« Aw®
est lié & la direction du vecteur variation de poids Aw® par rapport au vecteur poids initial
w(()l). Pour augmenter la cosinus distance, un optimiseur peut rendre ce terme nul ou négatif. Le
produit scalaire de deux vecteurs étant la somme du produit de leurs composantes, une fagon de
le rendre tres négatif est de par exemple, avoir une majorité de poids subissant un changement
de signe opposé a leur signe de départ. Finalement, on remarquera aussi que ces deux termes ne

sont pas indépendants et son liés par le terme |[w{]].

Analysons maintenant ces quantités sur ’ensemble des modeéles, illustrés sur la FIGURE 7.7.

20n se rappellera que les termes en wy sont identiques pour les neuf modeéles.
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FIGURE 7.7 — Evolution des termes % et ¥\ + Aw® a travers les couches, pour
Wn,

I’ensemble des modeles. L’axe horizontal représente les couches du réseau.

Premiérement, on observe que les courbes entre les modeles 65% et 75% sont trés similaires.
Dans ces modeles, on remarque que la norme des poids de chaque couche n’a pas beaucoup
changé (courbe bleu). Nous pensons que le plus faible learning rate pour ces modeles en serait
la cause, ne donnant pas assez de poids au gradient a chaque update pour changer de maniere
significative la structure du réseau. On remarque aussi pour ces modeles que le produit w(()l) A

est quasi nul a travers les couches (courbe orange).

On observe aussi une augmentation générale de la norme du poids final pour le meilleur
modele sgd 85% (courbe bleu). L’augmentation est de moins en moins forte en aval des couches.
Nous pensons que cela pourrait s’expliquer par le fait que au plus on avance dans les couches, au
moins un neurone aura besoin d’évidences pour décider si oui ou non la feature (caractéristique)
qu’il représente est activée par une image. Par exemple, dans les couches plus en aval, un neurone

qui déciderait de 'activation conceptuelle d’une patte de chat (feature abstraite typiquement
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retrouvée plus en aval) hypothétiquement présente dans I'image ne doit tenir compte que de
quelques éléments de la couche précédente. Ceci implique qu’une minorité de ses poids sera
importante en fin d’apprentissage. Ainsi, 'apprentissage n’aura pas augmenter une grande partie
de ses poids, ce qui explique le fait que le vecteur final de poids de la couche ait augmenté mais

moins que dans les premieres couches.

Tout comme pour les moins bons modeles, le terme w(()l) - Aw® pour le modele 85% de sgd est
presque nul a travers les couches (courbe orange). Ce produit scalaire peut s’annuler de plusieurs
maniére mais a priori, cela signifierait que les poids des couches ont subi équitablement soit des
variations de méme signe que leur valeur initiale, soit des variations de signe contraire. Notons
que ce sont les variations de signe contraire qui augmente la cosinus distance (les termes négatifs
du produit w(()l) A =Y, ID(()? . A@DZ(Z)). Si ce comportement est intrinseque a 1’optimiseur
sgd, cela voudrait dire que la seule facon que cet optimiseur a d’obtenir une cosinus distance
importante serait d’augmenter la norme du vecteur poids de ses couches. Cette hypotheése nous
pousse a nous poser la question de savoir s’il est possible pour sgd d’arriver a des courbes de
cosinus distance similaires aux autres optimiseurs en augmentant de maniere uniforme cette

norme a travers les couches.

Une autre observation que 'on peut faire se situe au niveau des courbes du meilleur modele
l
[lwi]
o | harl]
lement au fil des couches, ce qui implique que la norme des poids des couches diminue en aval.

de weight decay : elles sont curieusement symétriques. Le premier terme augmente globa-
Ce premier terme est quasi symétrique au terme w(()l) « Aw® | ce qui permet a ce modele d’avoir

une cosinus distance proche de 1 sur I’ensemble de ses couches.

[l
[l
surprenant vu I'implémentation de layca qui maintient, a chaque itération, la taille du vecteur

Enfin pour le modele 85% de layca, on voit que le terme reste a 1. Ce n’est pas

poids de chaque couche a sa valeur initiale. En outre, le terme w((]l) « Aw® vaut -1 sur toutes les
couches (modulo la premiere et la derniere). Comme pour weight decay, ce dernier terme est
curieusement symétrique au premier. Aussi pour ces deux modeéles, les termes w(()l) « Aw® sont
négatifs. Cela signifierait qu'une majorité des poids ont subi des variations de signe contraire a

leur signe de départ.

En résumé, les résultats cette section nous permettent de mieux comprendre les facteurs qui
influencent la cosinus distance des couches du réseau, ainsi que les mécanismes d’apprentissage
de ces optimiseurs.

Dans la prochaine section, nous investiguons davantage cette relation en étudiant les distri-

butions des poids finaux des modeles.
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7.2.4 Distribution des poids

On s’intéresse maintenant a la distribution du vecteur poids finaux des couches de nos modeles
que l'on a représenté sur les FIGURES 7.8, 7.9 et 7.10. Le but de cette expérience est de mettre
sous une autre perspective les observations faites sur la norme finale et la direction de variation

des poids observés dans la section précédente.

Premierement, on observe que les distributions des modeéles 85% sont tres différentes de celles
des modeles 65% et 75%. Les distributions de ces derniers sont trés proches de la distribution
initiale des poids, indiquant un changement tres faible de la structure du réseau dans son
ensemble. En fait, cette observation a déja été faite dans la premiere section de ce chapitre sur
les FIGURE 7.1, 7.2 et 7.3.

Pour les modeles 85%, on voit que la forme de leurs distributions est assez similaire : elles
sont plus bombés que celles des moins bons modeles. Il y a également une différence notable entre
Ioptimiseur sgd et les optimiseurs weight decay et layca. Pour sgd, la distribution s’étale par
rapport a la situation initiale tandis que pour les deux autres, elle se redresse. Ce redressement
est de plus en plus important pour wdecay en aval, confirmant la diminution de 'amplitude
de ses poids au fil des couches observée sur la FIGURE 7.7. Pour ces deux derniers optimiseurs

seulement, on a donc une augmentation du nombre de poids proche de zéro.

Cette observation peut également étre mise en lien avec le fait que le terme u?((]l) - Ap®
soit nul pour sgd et négatif pour weight decay et layca. Comment discuté dans la sous-section
précédente, un produit scalaire négatif signifie qu'une majorité des poids ont changés avec une
variation de signe contraire a leur signe de départ.

On met donc bien en avant le fait que weight decay et layca sont des mécanismes appliqués
a sgd qui mettent a zéro certains poids. Ces poids auront alors effectivement subis une variation
de signe contraire a leur signe initiale et d’amplitude égale a leur valeur initiale, ce qui rendra le

terme wél) - Aw) négatif.
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FIGURE 7.8 — Distribution de w{" pour I’ensemble des modéles sur ’ensemble des
couches. Les distributions des modeles sgd, weight decay et layca sont respectivement représen-
tées sur la colonne de gauche, du milieu et de droite. La premieére ligne correspond a la premiere
couche, la deuxieme ligne a la deuxieme couche, etc.
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FIGURE 7.9 — Distribution de w{" pour I’ensemble des modéles sur ’ensemble des
couches. Les distributions des modeles sgd, weight decay et layca sont respectivement représen-
tées sur la colonne de gauche, du milieu et de droite. La premieére ligne correspond a la premiere
couche, la deuxieme ligne a la deuxieme couche, etc.
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Ces poids mis a zéro sont donc des poids que les optimiseurs weight decay et layca ont jugé
inutiles a la classification (appelés poids parasites). Nous verrons dans la section suivante que ce

sont ces poids qui les rendent plus robustes au pruning.

Suite a ces observations, il est légitime de se demander pourquoi weight decay et layca

favorisent ce genre de comportement.

7.2.5 La mise a zéro des poids parasites
Weight decay

Au cours de 'apprentissage, si un poids est inutile a la classification, il subira des variations
tantot dans un sens, tantét dans le sens opposé, mais en moyenne sa valeur n’augmentera
généralement pas significativement. L’optimiseur weight decay aura alors tendance a mettre ce
poids a zéro puisque son amplitude sera réduite d'un facteur (1 — \) a chaque update des poids.
Ceci peut étre formulé mathématiquement. Dans le développement qui suit, on laissera tomber
la notation w® pour w, tout en sachant implicitement que 1’on parle des poids d'une couche en
particulier.

eme

3

Soit wy; la i°™¢ composante du vecteur poids w; apres t updates. On peut écrire

oL
Wi41,0 = (1 - )‘)wt,i - at%
! _. 0L
= (1 — )\)t’wo’i — Z(l — )\)t JO[jT
j=0 Wi (7.2)

t - 0L

~ =3 (1= N\,

]Z% J awﬂ

~ 0

La premiere approximation vient du fait que le nombre d’updates est important, ce qui
améne automatiquement le terme (1 — \)* & zéro ou tres prés 4. La deuxiéme approximation

provient du terme 2320(1 — A\t 04]-87 que 'on suppose aussi proche de zéro pour des raisons
w P

752
moins évidentes :

o le terme (1 —\)"7 annule les composantes de la somme proche du début de I'entrainement
(7 =0).

3Note : les termes de momentum ne sont pas inclus.

4Dans nos simulations, A = 0.001. Le meilleur modeéle pour weight decay fini son entrainement aprés 25
epochs. Le nombre de données d’entrainement est 40000 et la taille d'un batch 128, on a donc (1 — \)! =
(0.999)23+40000/128 — 0,0004 ~ 0
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o le terme o’ annule les composantes de la somme proche de la fin de I'entrainement (5 = t).

o généralement le terme % est petit en amplitude. Il changent souvent de signe car il
n’intervient pas utilement dans le processus de classification. Il sera donc tantot légerement
positif, tantot légerement négatif. Ceci est moins vrai en début d’entrainement mais de
plus en plus vrai au fil du temps, car le réseau aura davantage tendance a se stabiliser
a un optimum local. Cet optimum serait alors la meilleur solution pour capter les biais
dans les données par rapport a la classification voulue. Ce dernier point reste a confirmer

empiriquement.

Layca

L’optimiseur layca effectuera aussi cette mise a zéro des poids parasites. Formellement, supposons

que le vecteur poids de la couche puisse se décomposer en deux vecteurs de bases orthogonales :

W = Wy + Wy

ou w, et w, représentent respectivement la partie des poids parasites et utiles de la couche.
Puisque layca maintient constante la norme du vecteur poids, on a ||w|| = ||wpl||. Généralement, le
gradient sera dans une direction favorisant 'augmentation de w,. On voit que pour maintenir une
norme constante, augmenter la composante utile a pour conséquence de diminuer la composante
parasite dans le long terme. Ce phénomene est illustré en deux dimensions sur la FIGURE 7.11.

W,

M

€\

e

|

FIGURE 7.11 — Mise a zéro des liens parasites dans le cas de 'optimiseur layca.
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La curieuse symétrie expliquée

|

llw||

weight decay 85% et layca 85%. En effet, pour la majorité des couches, on peut observe
g Y Yy y P J ) p

On peut voir sur la FIGURE 7.7 une curieuse symétrie entre les termes

et wél) « Aw pour

oo o 1ol

Si on développe la relation, on a

wo  Aw - [lwl|

[woll - [fwnll— |Jwall

= wy + Aw ~ —||wol |2 (7.3)

= wo1 Awy + woAwy + ... + W mAw, = —(wal + waQ +...+ wg’m)

<= wo1(—Awy) + woa(—Aws) + ... + Wy m(—Awy,) = w(2),1 + waQ +...+ wam

ou m représente le nombre de poids de la couche. Un poids w; mis a zéro au cours de
I'apprentissage vérifie I'équation Aw; ~ —wy .

On remarque qu’au plus une couche possede un nombre important de ces poids parasites, au
plus la similitude est vérifiée.

On conclus donc que cette symétrie réside dans la capacité de I'optimiseur a mettre a zéro

un grand nombre de poids pendant I'entrainement.
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7.3 Et si on Pampute?

Les travaux menés par [Zho+19] et [AS19] montrent qu’il est possible d’enlever certains poids
du réseau convolutif sans perturber significativement sa capacité de généralisation. Dans cette
section, nous appliquons aussi cette élagage sur une partie des poids de nos modeles. In fine,
notre objectif est de déceler des comportements différents entre les modeles ainsi que de confirmer

les résultats trouvés dans la section précédente.

7.3.1 Pruning aléatoire

Dans un premier temps, nous avons investiguons le comportement de nos modeles lorsqu’on
leur enleve une partie de leur poids de maniere aléatoire, suite a quoi nous avons évaluons les

performances des modeles ainsi amputés.

Cette analyse nous permet d’évaluer la robustesse de nos modeles, c.a.d. leur capacité a
préserver leur test accuracy face au pruning. Notre intuition est qu'un modele plus (resp. moins)
performant sera plus (resp. moins) robuste face la mise a zéro d’'une partie de ses poids. Ce

comportement serait dii au méme phénomene qui rend dropout efficace.

Complétant ainsi 'explication communément admise de dropout (c.f. Chapitre 4 : Préli-
minaires), on se rendra compte dans ce travail que cette robustesse est directement en lien
avec le fait que le réseau peut étre vu comme constitué de plusieurs réseaux dont chacun d’entre

eux permet la détection d'un type de biais dans les données entrées.
Les FIGURES 7.12, 7.13 et 7.14 montre les résultats d'une expérience que nous avons mené sur

nos modeles. Nous avons tester les performances (test accuracy) de nos modeles lorsqu’on leur

enlevait un certain pourcentage de leurs poids de maniere aléatoire sur ’ensemble des couches.
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Test accuracy vs percentage of pruned weights
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FIGURE 7.12 — Evolution du test accuracy en fonction de la fraction des poids enlevés
pour les modéles sgd.
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FIGURE 7.13 - Evolution du test accuracy en fonction de la fraction des poids enlevés
pour les modeles weight decay.
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Test accuracy vs percentage of pruned weights
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FIGURE 7.14 — Evolution du test accuracy en fonction de la fraction des poids enlevés
pour les modeéles layca.

On voit que pour I'ensemble des modeles, les performances tombent assez rapidement. On
observe que les meilleurs modeles des trois optimiseurs sont plus robustes a 'amputation comme
nous 'avions prédit. Cependant, on voit que le modele 85% de sgd est moins robuste que celui de
wdecay ou layca. Une hypothese — affirmée durant le prochain chapitre — est que la structure du
réseau créée durant 'apprentissage est directement liée a la résistance a 1'élagage (le prunning),

et ainsi également directement liée a la généralisation.

C’est ainsi que pour un optimiseur comme sgd, qui crée une structure utilisant de moins
en moins des neurones du réseaux au fur et a mesure que ses performances augmentent, mais
avec des neurones qui prennent en compte beaucoup d’entrées, sera directement plus sensible a

I’élagage aléatoire.

Des optimiseurs tels que weight decay et layca vont quant a eux créer une structure uti-
lisant plus de ressources, des neurones, du réseau, mais ceux-ci prendront moins d’entrées
en compte. Ce comportement permet ainsi d’étre plus résistant a 1’élagage car il y a effecti-

vement moins de poids utiles utilisés par neurones et plus de chemins possibles pour I'information.

Une hypotheése sous-jacente de celle-ci est que la diversité des biais captés par un modele

utilisant weight decay ou layca sera plus importante que celle d’'un modele utilisant sgd, de par
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le nombre de chemins possibles pour I'information grandissant. °.

7.3.2 Pruning des poids faibles

Dans un second temps, nous avons étudié la robustesse de nos modeles face a 'amputation de
leur plus petit poids (en amplitude). La sortie d’'un réseau étant principalement influencé par
les poids de grande taille, nous imaginions que les réseaux seraient assez robustes a ce type
d’amputation. Les FIGURES 7.15, 7.16 et 7.17 montre le test accuracy en fonction de la fraction

des poids enlevés pour chacun des optimiseurs.

Test accuracy vs percentage of pruned weights
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FIGURE 7.15 — Evolution du test accuracy en fonction de la fraction des poids enlevés
pour les modéles sgd.

5Ceci expliquerait pourquoi le meilleur modeéle sgd peine & dépasser les 84% de validation accuracy.
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Test accuracy vs percentage of pruned weights
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FIGURE 7.16 — Evolution du test accuracy en fonction de la fraction des poids enlevés
pour les modeéles weight decay.
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FIGURE 7.17 - Evolution du test accuracy en fonction de la fraction des poids enlevés
pour les modeéles layca.
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Premierement, on observe que l'effet de 'amputation est moins importante que dans le cas
aléatoire. Ces résultats confirment que ce sont principalement les liens de grandes tailles qui

définissent la sortie du réseau.

On voit aussi que les modeles sgd sont plus affectés par 1'élagage que les autres optimiseurs,
avec une robustesse légerement plus forte pour layca que weight decay. Ceci confirment les

résultats de la section précédente.

Pour weight decay et layca, la majorité des poids de chaque couche sont des poids de faibles
amplitudes, proches de zéro. En les enlevant, la structure du réseau a peu changée, permettant

ainsi de garder une bonne généralisation.

A Popposé, le réseau crée par sgd est moins élaguée et posseéde une moins grande proportion
de poids de faible amplitude. Retirer des poids du réseau a donc beaucoup plus d’impact sur la

sortie parce que ces poids affectent davantage ’activation des neurones du réseau.

7.4 La cosinus distance, un signe de généralisation ?

Plusieurs observations ont été faites au cours de ce chapitre. La premiere est que la cosinus
distance d'une couche du réseau est fonction 1) de 'augmentation de la norme du vecteur poids
de la couche et 2) de la quantité de poids dont la variation est de signe contraire au signe
initial. Nous avons ensuite montré que les poids des modeles weight decay et layca subissaient

un plus grand nombre de ces variations, expliqué par la mise a zéro d’'une majorité de leurs poids.

Nous avons ensuite montrés que ce méme mécanisme rendait weight decay et layca plus

robustes au pruning que sgd, confirmant les résultats obtenus par [AS19].

Nous concluons donc qu'une grande cosinus distance sur 1’ensemble des couches n’est pas
nécessaire pour bien généraliser mais est signe d’une meilleure aptitude a mettre a zéro les liens
inutiles, amenant ainsi & des modeles dont la structure est plus épurée (libre de poids parasites),

donc plus robuste au pruning et mieux choisie pour la classification voulue.
Ces structures ont donc un meilleur potentiel de généralisation et seraient peut étre plus

aptes a étre ré-entrainés ([Zho+19]) avec les mémes poids initiaux sur des échantillons plus
"difficiles" ou des batch plus petits ([KN19]).
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CHAPITRE 8. ACTIVATIONS NEURONALES

8.1 Introduction

Un deuxieme grand champ de recherche de ce mémoire est de jeter un oeil sur 'activation
neuronale d’un réseau de neurones entrainé. Apres avoir analysé les poids dans le chapitre
précédent, le présent chapitre a pour but de trouver des comportements ou des caractéristiques

dans les activations qui nous informeraient si un modele généralise mieux qu’un autre ou non.

Les expériences qui suivent ont été motivées par le désir de changer d’approche. De ne plus
regarder les poids du réseau mais plutot la facon dont il réagit, dont il s’active, par rapport aux

images entrées.

Pour cette analyse sur 'activation, deux pistes ont principalement été étudiées. La premiere
est de regarder une paire de neurones de la méme couche, afin de voir ’information mutuelle de
cette paire. Cette information mutuelle nous informera de la potentiel diversité et la redondance
d’information véhiculée par le réseau. Effectivement, [ZF14] et [PY17] nous incitent a croire a
I'importance qu’a le réseau a détecter un nombre élevé de caractéristiques différentes sur I'image
entrée pour qu’il ait de bonnes performances. Pour appuyer nos résultats, nous regarderons
aussi les neurones dits pathologiques, ainsi que I'information mutuelle entre les activations et les
labels.

Motivé par le papier [CV18a], la seconde piste est de regarder le coefficient de silhouette
des entrées des neurones de chaque couche afin de regarder plus attentivement le travail de
séparation effectué par un neurone. Dans une optique dite de 'divide and conquer’, on analysera
les liens potentiels entre la clusterisation individuelle de chaque neurone et la bonne classification

du réseau tout entier.

Pour procéder, nous sélectionnerons des images pour former un échantillon. Ensuite, cet
échantillon sera donné en entré au réseau de neurones et nous regarderons l'activation qui en

découle selon différentes méthodes et critéres.

Pour la curiosité du lecteur et afin que celui se fasse une idée du comportement du réseau, la

distribution des activations de ’échantillon par couche se trouve en Annexe (de A.1 a A.10).

8.2 Parametres des expériences

Nous discuterons dans cette section du choix des parametres expérimentaux.
Pour la création de 1’échantillon, on prend aléatoirement n images des données d’entrainement.

Dans notre cas, nous prenons n = 1000. C’est 1/50e du nombre total d’images d’entraine-

ment disponible (N = 50000). Ce nombre n a été choisi expérimentalement pour étre un bon
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compromis entre précision dans les résultats et temps d’exécution. Le principe est d’avoir une
certaine reproductibilité des résultats, avec les mémes tendances et le moins de fluctuation

possible, en un temps raisonnable.

Effectivement, si n est choisi trop petit, I’échantillon n’est pas vraiment représentatif de
I’ensemble du spectre d’activation. Les résultats seront alors trop bruités et auront un manque
d’information a nous donner.

Mais si n est choisi trop grand, le temps d’exécution des expériences est trop long et la

mémoire risque méme de saturer.

Pour I'expérience suivante, le choix du nombre de 10000 paires de neurones pourrait pa-
raitre obsolete pour les couches comportant trop de neurones. En effet, les premieres couches
comportent 65536 neurones et ont donc un nombre énorme de possibilités de paires (Cisssq)-
Pourtant avec 10000 paires, la variance des résultats est tres faible. Et si I'on augmente le
nombre de paires, la tendance des résultats reste la méme. Nous jugerons donc I'information
offerte par I’échantillon sur 10000 paires de neurones comme suffisamment représentative de la

population.

En ce qui concerne le nombre de neurones, le nombre de répétition d’expérience, etc, choisis
pour les autres expériences, nous procéderons de la méme fagon ; nous choisirons les parametres
afin d’avoir un équilibre entre une charge de calcul raisonnable et des résultats suffisamment

représentatifs.

8.3 Information mutuelle entre paires de neurones

Dans cette premiere section, nous choisirons donc des paires de neurones par couche et analyse-
rons leur information mutuelle permettant d’échelonner les résultats entre 0 (aucune information
mutuelle) et 1 (corrélation parfaite). Plus celle-ci sera élevée, plus il y aura de redondance
d’information, c’est a dire plus la connaissance d’une sortie d’'un neurone nous donnera de
I'information sur la sortie de I'autre neurone. On regarde donc si des paires de neurones d’une

méme couche nous donne beaucoup d’informations différentes.

Tout d’abord, rappelons nous ce qu’il y a a savoir sur le concept d’information mutuelle.

8.3.1 Information mutuelle

L’information mutuelle de deux variables aléatoires est une quantité mesurant la dépendance

statistique de ces variables [Wik19d]. L’information mutuelle d'un couple (X,Y") de variables
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représente leur degré de dépendance au sens probabiliste. L’information mutuelle est nulle
si et seulement si les variables sont indépendantes, et croit lorsque la dépendance augmente.
(Informellement, on dit que deux variables sont indépendantes si la réalisation de I'une n’apporte

aucune information sur la réalisation de 'autre.)

Définition
Soit (X, Y’) un couple de variables aléatoires de densité de probabilité jointe données par P(X =

z,Y = y). Notons les distributions marginales P(X = x) et P(Y = y). Alors 'information

mutuelle est dans le cas discret :
P(z,y)
I1(X;Y)=)>» P(x,y)logy —————

Dans notre cas, I'information mutuelle normalisée va étre calculé via les activations d’un
premier neurone avec les activations d’un second, représentés respectivement par les vecteurs
binaires X et Y.

Entropie

L’entropie (de Shannon) nous donne la quantité d’information contenue dans un signal. Elle

nous sera utile pour normaliser 'information mutuelle.

La définition mathématique de I'entropie d’un vecteur X est :

ou P(x = E;) est la probabilité de trouver I’élément E; dans ce vecteur X, sans donner d’impor-

tance a l’ordre, et N est le nombre d’éléments.

Dans notre cas binaire, N = 1. L’entropie sera alors comprise entre 0, si le vecteur des
activations X est tout le temps activé ou inactivé, et 1, si il y a le méme nombre d’éléments

activés et inactivés dans le vecteur X.

Définition en fonction de I’entropie

L’information mutuelle mesure la quantité d’information apportée en moyenne par une réalisation
de X sur les probabilités de réalisation de Y. En considérant qu'une distribution de probabilité
représente notre connaissance sur un phénomene aléatoire, on mesure 1’absence d’information

par 'entropie de cette distribution. En ces termes, I'information mutuelle s’exprime par :
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I(X;Y)=H(X)- HX|Y)=HY)-HY|X)=HX)+ HY) - HX,Y)

ou H(X) et H(Y) sont des entropies, H(X|Y) et H(Y|X) sont des entropies conditionnelles, et
H(Y, X) est I'entropie conjointe entre X et Y.

Une représentation visuel de ce concept se trouve sur le figure 8.1.

H(X) H(Y)

H(X.Y)

FI1GURE 8.1 — Diagramme de Venn montrant les relations additives et soustractives des mesures
de l'information associée aux variables corrélées X and Y. L’aire contenue par les 2 cercles est
I'entropie jointe H(X,Y"). Le cercle de gauche (rouge et violet) est I'entropie individuelle H(X),
avec la partie rouge l'entropie conditionnelle H(X|Y'). Le cercle de droite (bleu et violet) est
H(Y), avec la partie bleue H(Y'|X). La partie violette est 'information mutuelle 7(X;Y").

Ainsi on voit que I(X;Y) = 0 ssi la connaissance des réalisations de X n’apporte aucune

information sur les réalisations de Y, et inversement.

Information mutuelle normalisée

Nous rappellerons finalement la formule de 'information mutuelle normalisée :

21(X;Y)

IM N alisée =
ormali HX) + H(Y)

ou H(.) est 'entropie et I(. ;.) est I'information mutuelle [Ano19d].

La IMN est une bonne mesure pour déterminer la qualité du clustering. Elle permet dans
notre cas de se détacher des effets néfastes d’entropie lorsqu’il y a une majorité d’activation a 1

ou d’inactivation & 0.

Notons que c’est une mesure externe car elle a besoin des labels de classe, mais que la valeur
absolue des labels n’affecte pas 'information mutuelle ; une permutation des valeurs d’étiquette
de classe ou de cluster ne modifiera en aucun cas la valeur du score. De plus, cette métrique est

en outre symétrique : le fait de changer les vrais labels avec labels prédits renverra la méme
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valeur de score.

Par la suite, quand nous parlerons d’information mutuelle, elle sera a chaque fois normalisée.

8.3.2 Choix des neurones

Mais quelles paires de neurones vont étre les plus adaptés pour le calcul de cette information
mutuelle normalisée ?

Dans notre cas, nous choisirons des paires de neurones aléatoirement sur la méme couche.
Le fait de prendre 2 neurones arbitrairement nous permet de gagner en rigueur et de cerner
tous les comportements, tel que de I'information semblable captée par 2 neurones complétement
éloignés. Nous avons donc pris 'observation la plus large possible pour ne passer a coté d’aucune

éventualité.

8.3.3 Binarisation

Une fois 2 neurones sélectionnés, il faut binariser les activations de ceux-ci afin de pouvoir
en calculer I'information mutuelle. C’est a dire que, pour calculer I'information mutuelle des
2 vecteurs, il faut que leurs activations soient labelisées a 0 ou 1. Effectivement, le calcul de

I'information mutuel doit se faire avec des libellés discrets.

On remarque que selon le modele, les paires de neurones ne s’activent pas pour les mémes
seuils. Il nous faut une mesure relative a chaque neurone de chaque modeéle.

Nous avons donc opté pour une binarisation relative par rapport a la moyenne de 'activation
du neurone. Au dessus de cette moyenne, nous binarisons l'activation a 1, alors qu’en dessous,

nous binarisons a 0.

Il n’y a donc pas de probleme de normalisation et tous les modeles sont comparables, puisque

tout est relatif & ’activation du neurone lui-méme.

8.3.4 Les résultats de ’information mutuelle entre 2 neurones

Sur la figure 8.2, on peut voir l'information mutuelle moyenne pour 10000 paires de neurones

par couche et 1000 images d’activations.

Pour tous les modeles, on remarque que ces moyennes sont non-nulles au début du réseau.

Elles sont légerement moins importantes quand le réseau généralise bien.

Par contre, vers la fin du réseau c’est I'inverse qui se produit de maniere plus conséquente.

L’information mutuelle va étre plus importante dans les dernieres couches si le modele généralise
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FI1GURE 8.2 — Information mutuelle moyenne par couche pour 1000 images d’activation et 10000
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jusqu’a la fin du réseau.

Notons que le comportement des optimiseurs n’est pas drastiquement différent. Il y a pourtant
une exception pour SGD 85% dont on remarque une forte augmentation dans les dernieres

couches (hormis la derniere).

Analyse et histogrammes de ’'information mutuelle des paires de neurones

Tout d’abord, un comportement interpellant est celui des moyennes d’information mutuelle

non-nulles dans les premieres couches.

Pour nous aider a comprendre ce comportement, regardons I'histogramme de I'information
mutuelle en annexe (A.11,A.12, A.13 et A.14), ou la moyenne est affichée en rouge, et la moyenne
ignorant I'information mutuelle valant 1 est représentée en bleu. (Souvent, cette seconde moyenne

se superpose avec la moyenne rouge.)

On remarque dans les premieres couches que la moyenne (rouge) est légérement déportée
vers la droite car certaines informations mutuelles ne sont pas nulles mais tirent vers 0.2. Cela
est en partie dii au caractere convolutif du réseau, qui capte plusieurs fois la méme information
de I'image.

Ce caractere est le plus fortement visible sur le réseau non entrainé da au fait qu’il ne
travaille pas 'information transmise. Il va juste transmettre I'information de maniére bruitée

directement a la couche suivante, via ses poids initiaux.

Pour expliquer ce caracteére convolutif du réseau, 2 neurones d’'une méme pair ont une
chance non nulle d’avoir une partie de leur entrée qui se chevauchent, apportant donc la méme

information. Pour la premiere couche du modele initial, cette méme information de chevauchement

94+18+4+12%446+8+3%4+27%(63/64)
32432+ (3%3+3) = (0.008773804

n’est pas suffisant pour justifier la moyenne de plus de 2% (0.02707797) des résultats.

représente un ratio de presque 1% ( ). Pourtant, ce

Cette information mutuelle plus élevée que prévu dans les premieres couches nous montre
la présence du biais de réalité intrinsequement présent dans les images regues. Ce biais est
I'indicateur qu'un certain ordre est présent, c¢’est-a-dire que 'information donnée par un pixel
est également donnée par un autre pixel. (Par exemple, 'information d’un ciel bleu par un

neurone peut également se faire par un autre neurone dont les entrées captent d’autres pixels.)

Ces 2 comportements s’atténuent naturellement avec 1’avancement dans le réseau. Plus
rapidement pour les réseaux qui généralisent bien.

De plus, ce comportement est moindre des la premiere couche d’un réseau qui généralise bien.
Cela serait un indicateur d’un meilleur apprentissage individuel des neurones, qui détectent plus

d’informations différentes de 'image entrée.
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Plus d’informations différentes offrent directement plus de critere au réseau pour une meilleure
classification. La classification utilise ainsi plus d’éléments utiles et la généralisation du modele

est alors meilleure.

Ensuite, un deuxieme comportement interpellant se produit ; plus un modele généralise bien,
plus I'information mutuelle sera importante dans les dernieres couches, et cela de plus en plus

tot dans les couches.

En regardant a nouveau les histogrammes de I'information mutuelle, on voit bien que plus
le réseau généralise bien, plus le moyenne d’information mutuelle (en rouge) sera élevée. Ce

comportement concerne toutes les dernieres couches sauf la derniere.

On explique cela par le fait qu’a partir d'un certain moment dans le réseau, il y a un
recoupement de 'information. Si I'information se recoupe plus tot ¢’est parce que le réseau a
pu séparer plus tot des caractéristiques semblables de I'image, indiquant que les neurones du

réseau ont déja fait un premier travail de préclassification partiel plus important.

Pour le réseau initial, I'augmentation de son information mutuelle moyenne est principalement
due a la présence de paires de neurones ayant une information mutuelle valant 1. La moyenne
rouge va donc augmenter. Alors que la moyenne bleue (ignorant 'information mutuelle valant 1)
reste proche de 0.

Cela est du en grande partie au caractere du réseau qui n’a pas encore appris. Nous verrons
dans la sous-section suivante (8.3.5) que 'augmentation de la présence de paires de neurones
ayant une information mutuelle égale a 1 est principalement due a la présence croissante de
neurones pathologiques. Nous définirons ici un neurone pathologique comme un neurone dont les
activations en sortie sont toujours 0 ou 1. Ces neurones ont des répercussions dans les couches
suivantes, augmentant ainsi le nombre de neurones pathologiques et 'information mutuelle des

prochaines couches.

Avant d’analyser les neurones pathologiques, nous remarquerons que sur les activations de la
derniere couche dense, I'information mutuelle revient vers 0 pour les réseaux qui ont appris, et
vers 0.09 pour le réseau initial. D’autre part, pour ’avant-derniére couche dense, I'information
mutuelle est plus élevée quand le réseau généralise mieux. Ces criteres pourraient constituer les

symptomes d'une bonne généralisation.
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8.3.5 Neurones pathologiques

Nous sélectionnons les paires de neurones en prenant un neurone au hasard, et puis un second
également pris au hasard. Le nombre de paires pathologiques P est donc lié par une relation
de type P = p?, oll p est le nombre de neurones pathologiques dans le réseau. Par exemple,
on a environ 81/10000 paires pathologiques pour 9/100 neurones pathologiques. Cette relation

prouve la cohérence de nos résultats.

Il est intéressant de dire que les paires pathologiques sont uniquement des paires toujours
‘inactivées’. Un exemple est donné sur la figure 8.3. Dans le graphe de gauche, on observe le
ratio de neurones pathologiques, alors que dans le graphe de droite on observe une occurrence
du nombre de paires pathologiques. Sur cet exemple, on remarque sans surprise que nous avons
toujours des paires pathologiques inactivées (0,0) vu que les neurones pathologiques renvoient

toujours 0. On observe aussi la relation expliquée ci-dessus.

1400
* 0 mmm Pathologic_00
0.3 1 ! 1200 Pathologic
1000{ HEE Pathologic_11
I Pathologic_Mix

0.2 800

0.1 ‘ 400
200

|
600 |
: |

0.0 + s 0

F1GURE 8.3 — Comparaison entre les neurones pathologiques et les paires pathologiques pour
le modele sgd 85%. L’axe horizontal représente 1’aval des couches. Sur le graphe de gauche,
on observe le ratio de neurones pathologiques renvoyant tout le temps 1 ou 0. On observe la
moyenne en vert. Sur le graphe de droite, on peut observer le nombre de paires pathologiques.
En jaune le nombre total, en rouge les paires toujours inactives, en bleu celles toujours actives
et en vert les paires mixtes. On remarquera 1’absence de batonnets bleus ou verts.

On peut voir le graphe du nombre de neurones pathologiques sur la figure 8.4. Ces neurones
pathologiques ont clairement un impact sur le comportement de la moyenne d’information
mutuelle. Dans les dernieres couches, on voit que lorsqu’il y a une augmentation du nombre
de neurones pathologiques, ot il y a aussi une augmentation de I'information mutuelle. Effecti-
vement, des paires de neurones qui renvoient toujours la méme chose auront une information

mutuelle de 1.

Cela explique pourquoi il y a une différence entre les moyennes rouge et bleue sur les
histogrammes de 'information mutuelle et 'augmentation de I'information mutuelle dans le

réseau initial, mais cela n’explique cependant pas pourquoi I'information mutuelle augmente
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FI1GURE 8.4 — Nombre de neurones pathologiques par couche pour 1000 images d’activation

ralnes.

dans les dernieres couches dans les réseaux ent

Cette augmentation pourrait étre due a un changement d’entropie, voila pourquoi nous avons

investigué cette piste.

8.3.6 L’entropie

Le concept d’entropie a été expliqué plus tot dans la sous-section "Information mutuelle'.
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On s’interroge sur l'influence de 'entropie sur notre information mutuelle normalisée. C’est-a-
dire, est-ce qu'un nombre plus élevé de labels activés ou non-activés amenerait les changements
d’information mutuelle visibles dans les résultats précédents ?

On veut donc confirmer que I'impacte d’un forte différence d’entropie, si il y a beaucoup
plus présence de 1 ou de 0 dans les activations, n’aura pas trop d’influence sur I'information

mutuelle de la pair.

Afin de nous en assurer, nous avons alors observé le ratio de zéros dans les activations.
On peut voir ces résultats dans le tableau 8.1. Ils représentent la proportion moyenne des

inactivations par couche.

Conv | Conv | Conv | Conv | Conv | Conv | Conv | Conv | Conv | Conv | Conv | Conv | Conv | Dense | Dense
Model 1 2 3 4 5 6 7 8 9 10 11 12 13 1 2

Initial [ 065 [ 069 [ 072 [ 073 [ 0.71 [ 0.72 | 0.73 | 0.73 | 0.74 | 0.73 | 075 | 0.76 | 0.74 | 0.75 | 0.50

Sgd 0 0.65 0.66 0.66 0.66 0.67 0.67 0.67 0.68 0.68 0.69 0.71 0.72 0.72 0.66 0.89

Sgd 1 0.66 0.66 0.65 0.66 0.67 0.67 0.67 0.68 0.68 0.69 0.73 0.74 0.76 0.67 0.90

Sgd 2 0.67 0.66 0.65 0.67 0.67 0.67 0.67 0.71 0.71 0.70 0.74 0.74 0.75 0.63 0.90

Wd 0 0.65 0.67 0.66 0.66 0.67 0.67 0.67 0.68 0.68 0.69 0.71 0.72 0.73 0.67 0.90

Wd 1 0.66 0.66 0.65 0.66 0.67 0.67 0.67 0.68 0.68 0.69 0.72 0.74 0.75 0.67 0.90

Wd 2 0.68 0.67 0.62 0.67 0.66 0.67 0.68 0.68 0.67 0.69 0.68 0.67 0.72 0.75 0.90

Layca 0 0.65 0.67 0.66 0.67 0.67 0.67 0.67 0.68 0.68 0.68 0.71 0.71 0.73 0.67 0.90

Layca 1 0.65 0.66 0.66 0.66 0.67 0.67 0.67 0.67 0.67 0.68 0.70 0.71 0.75 0.68 0.90

Layca 2 0.67 0.67 0.62 0.67 0.66 0.66 0.67 0.67 0.68 0.69 0.67 0.67 0.72 0.75 0.90

TABLE 8.1 — Ratio du nombre de zéros dans les activations par modele et par couche

Dans ce tableau, il y a une faible augmentation du nombre de zéros dans les inactivations au
fur et a mesure qu’on avance dans le réseau. Cette augmentation s’arréte aux couches denses,
dont la derniére est représentative de I'apprentissage (un ratio de 0.9 de 0 pour les réseaux
entrainés correspondant a 1 classe sur 10 activée, ou un ratio de 0.5 de 0 représentant le caractere
aléatoire du réseau initial dont les neurones finaux renvoient 0 avec une probabilité de 0.5).

Mais il faut remarquer que ’entropie ne varie pas significativement pour changer autant

l'information mutuelle.

Ce tableau est cependant remplis d’informations dont la plupart sont sur-lignées en couleurs.
Tout d’abord, pour le réseau initial, on observe environ 70% d’inactivations assez rapidement
dans les couches. Pour Layca et Weight Decay, on observe que ce seuil des 70% est atteint plus
tard quand la généralisation est meilleure, a 'inverse d’SGD ou ce seuil est atteint plus tot
quand la généralisation est meilleure. On remarque également que Layca et Weight Decay ont
en général un comportement plus semblable, a I'inverse de SGD. Nous noterons un creux dans
la 3eme couche, quand ¢a généralise mieux chez Weight Decay et Layca, alors qu’'un creux est

présent dans la premiere couche dense chez SGD.

87




CHAPITRE 8. ACTIVATIONS NEURONALES

On remarque la méme allure entre ce tableau et les graphes des neurones pathologiques.

Avec ces pourcentages relativement constant, on ferme la porte a 'hypothese disant que
I’entropie influencerait significativement I'augmentation de la MI. On est donc en présence d’un
changement d’information mutuelle, non drastiquement influencée par un changement d’entropie
du a I'augmentation du nombre de zéros ou de uns dans les activations.

(Rappelons ici que cette faible variation d’entropie est prise en considération par le caractere

normalisé de l'information mutuelle [con19]).

La variation de ces moyennes d’information mutuelle est donc principalement due a un autre

phénomene.

8.3.7 Information mutuelle avec les labels

Pour compléter I'expérience sur 'information mutuelle de paires de neurones, on a voulu situer
notre information mutuelle de paires de neurones avec I'information mutuelle d’un neurone avec
les labels. Si il n’y a pas de lien, le réseau crée ses propres sous-classes indépendamment de la
classification. Au contraire, si il y a un lien, c¢’est que le réseau agence et crée des sous-classes
directement en lien avec les labels de la classification voulue.

On peut donc voir sur la figure 8.5 I'information mutuelle entre 'activation d’un neurone et

les labels associés a cette activation.

Premierement, remarquons que pour le réseau initial il y a une corrélation quasi-nulle entre
I'information mutuelle avec les labels et celle avec les paires de neurones. On fera I’hypothese
que cette tres faible corrélation proviendrait du bruit et du caractere aléatoire de la création des

poids du réseau.

Pour les réseaux entrainés, il y a une augmentation dans les dernieres couches du réseaux.

Cette augmentation est également plus importante lorsque le modele généralise mieux.

On voit que 'allure de 'information mutuelle des paires (figure 8.2) est semblable avec I'in-
formation mutuelle avec les labels (figure 8.5), si on ignore I'influence des neurones pathologiques

et le comportement des premieres couches.

De plus, on observe que tout comme l'information mutuelle des paires de neurones, I'infor-
mation mutuelle avec les labels augmentera de plus en plus t6t si le modele généralise bien.
Cette augmentation est plus nette dans le cas de I'information mutuelle avec les labels.

Pour un réseau a 65%, cela démarre vers la couche convolutionnelle 12 ou 13. Pour un

réseau a 75%, cela démarre vers la couche convolutionnelle 10 ou 11. Pour un réseau a 85%,
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FI1GURE 8.5 — Mutual information avec les labels par couche pour 1000 images d’activation et

10000 neurones

cela démarre vers la couche convolutionnelle 7 ou 8.

Il y a donc lien de dépendance entre ces 2 informations mutuelles. De plus, elles mettent
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en avant la capacité du réseau a discerner des sous-classes en liens avec les classes recherchées.
Ces sous-classes semblent étre reconnues de plus en plus tét par les neurones quand le modele

généralise mieux.

Afin d’investiguer plus précisément ce travail individuel de pré-classification en sous-classes
par les neurones, nous passons maintenant a une toute autre fagon de voir les activations dans

le réseau en regardant de plus pres la classification des clusters faite par chaque neurone.

8.4 Expérience sur le clustering

Dans cette section, nous verrons une deuxieme approche qui se penchera plus précisément sur la

maniere dont les neurones du réseau classifient leur entrées en clusters.

Notre expérience a donc été motivée par une optique de ’divide and conquer’; on suppose
que la maniére dont les neurones vont classer individuellement leur entrées aura de l'influence
sur la classification globale du réseau. Nous allons donc regarder les 2 clusters formés par le
neurone : les entrées activées et non-activées. Et plus particulierement nous allons voir la densité

de ces clusters.

L’expérience est entre autres motivée par l'interrogation de savoir si les classifications des
neurones sont robustes ou non. C’est a dire, est-ce que les autres activations autour d’une
activation de référence sont-elles proches de cette derniere ? Les entrées activées sont elles denses
entre elles?

Si le cluster activé est dense, on suppose qu'une activation proche sera également activée. Si
beaucoup d’éléments non-activés sont proches d’un cluster activé, on suppose qu’il y aura une
mauvaise classification trop bruitée, et donc une mauvaise généralisation.

Il s’agit en fait de voir ici si il y a une cohérence.

8.4.1 Pondération

La figure 8.6 va fortement appuyer notre explication.
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Entrées

Somme Fonction
pondérée d'activation

Non-activé . * e .

=0 * .

FI1GURE 8.6 — Représentation conceptuelle en 2 dimensions des entrées clustérisées par le neurone

On peut donc voir les sorties de la couche précédente qui vont servir d’entrées au neurone.
Celui-ci va les pondérer et les sommer afin de passer le résultat de la somme par une fonction
d’activation ReLu. Si le résultat est non nul, on considere I’entrée comme activée. Sinon, on la
considere comme non-activée. Nous aurons alors 2 clusters : les activés et les non-activés. Par la

suite, nous allons mesurer la qualité de ces 2 clusters a étre bien départagés.

Mais le probleme est que les entrées ne vont pas toutes avoir le méme impacte dans la somme.
En effet, une entrée qui sera pondérée par un poids faible aura peu d’impact sur le fait que le
neurone soit activé ou non. A 'inverse, une entrée fortement pondérée sera plus déterminante a

I’activation.
Nous adapterons donc chaque valeur du vecteur des entrées en multipliant la différence

(distance euclidienne) ou le produit (cosine distance) des composantes de ces vecteurs par

I’amplitude du poids du lien correspondant.

8.4.2 Distance

Parmi toutes les distances possibles, nous en avons sélectionnées deux afin de nous offrir des

approches différentes pour nos résultats : la distance euclidienne et la cosinus distance.

Une illustration comparative de ces distances se trouve sur la figure 8.7 [Anol6].
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Euclidean:

(A, B) = 41.6°

|
|
1 2 3 4 5 6

F1cURE 8.7 — Comparaison entre la distance Euclidienne et la similarité cosinus. Cette derniere
est directement liée a la cosinus distance.

8.4.3 Distance Euclidienne

La distance Euclidienne, aussi appelée 2-distance, est une distance géométrique usuelle dans un

espace multidimensionnel. Elle est définie par

Distance Euclidienne(X,Y) = /> (z; — y;)?

)

ou I'on prend la racine carré de la somme des différences des entrées des vecteurs X et Y.

8.4.4 Cosinus distance

La cosinus distance est une autre fagon de calculer la distance entre 2 vecteurs. Sa formule

mathématique est donnée par
XY 2 TiYi

XY™ 22/

Cette distance n’est donc pas influencée par I'amplitude des vecteurs.

Cosinus Distance(X,Y) = 1

La mesure de cosinus distance a été utilisé dans [CV18b] pour quantifier la distance angulaire
entre les vecteurs de poids initiaux et finaux des couches du réseau. Nous utilisons également
cette métrique de fagcon a comparer les courbes de cosinus distance de nos modeles entre elles et

avec celles que 'on trouve dans [CV18b].

En deux dimensions, la cosinus distance est égale a un lorsque les deux vecteurs sont

orthogonaux. Il faut cependant noter que les vecteurs des entrées des neurones de nos réseaux
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résident en de tres grande dimensions. L’intuition de cette distance tombe alors rapidement par
la difficulté visualisation.
Notons aussi que nous seront donc également sujet au phénomene dit "Fléau de la dimension",

ou Curse of dimensionality.

Cependant, la cosinus distance nous offrant des résultats plus riches, c¢’est celle-ci que nous

présenterons par la suite.

8.4.5 Coefficient de Silhouette

Le coefficient de silhouette, ou silhouette score, est une méthode d’interprétation des clusters
dans un échantillon de données [Wik19i]. Cette technique fourni une représentation de la qualité

de la classification de chaque objet.

La valeur de silhouette est une mesure de la similarité d'un objet avec son propre cluster
(cohésion) par rapport aux autres clusters (séparation). Le coefficient de silhouette va de -1 &
+1, ou une valeur élevée indique que 1'objet est bien adapté a son propre cluster et mal adapté
aux clusters voisins. Si la plupart des objets ont une valeur élevée, la configuration du clustering
est appropriée. Si de nombreux points ont une valeur basse ou négative, la configuration du
cluster peut comporter trop ou trop peu de clusters.

Le coefficient de silhouette peut étre calculée avec n’importe quelle métrique de distance,

telles les distances euclidienne et cosinus.

Elle se calcule comme suit : On imagine que les données ont été classées en k clusters. Dans
notre cas k = 2, activés/non-activés. Pour chaque donnée/point i du cluster C;, calculons la

distance moyenne de ce point par rapport a tous les autres points du méme cluster :

a; = \C’z|1—1 . Z 'd(z',j)
JEC,i#]
ou d(i, j) est la distance entre i et j dans le cluster C;. (On divise par |C;| — 1 car on n’inclut
pas la distance d(i,4) dans la somme.) On peut interpréter a; comme la mesure de la bonne
classification du point ¢ dans le cluster C;. Plus la valeur est petite, plus le point est bien assigné.
Nous définissons ensuite la dissimilarité moyenne du point ¢ en un groupe ¢ comme la

moyenne de la distance de ¢ a tous les points de ¢. Pour chaque point ¢ € C;, on défini :

1
7] ’O]’ jeZCj

la plus petite distance moyenne de 7 a tous les points de tout autre cluster, dont ¢ n’est pas
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membre. Le cluster avec cette dissimilarité moyenne la plus petite est dite "le cluster voisin" de
¢ car c¢’est le cluster suivant le mieux ajusté pour le point 7.
Nous définissons maintenant le coefficient de silhouette (une valeur) & un point de données 4

par
b(i) — a(i)
maz{a(i), b(i)}’

s(i) = si |Ci] >1

et
s(i) =0, si |C;] =1

On peut donc écrire
1 —a(i)/b(i), if a(i) < b(3)
s(i) =40, if a(i) = b(4)
b(i)/a(i) — 1, if a(i) > b(7)

Et il est alors évident que —1 < (i) < 1.

Notez également que le score est égal a 0 pour les clusters de taille = 1. Cette contrainte est
ajoutée pour empécher le nombre de clusters d’augmenter de maniere significative.

Pour que s(i) soit proche de 1, nous avons besoin d'un a(i) vraiment plus petit que b(7).
Comme a(7) est une mesure de la différence de 7 par rapport a son propre cluster, une petite
valeur signifie qu’il est bien adapté. De plus, un grand b(7) implique que i est mal adapté a son
cluster voisin. Ainsi, un s(z) proche de 1 signifie que les données sont correctement groupées.
Si s(7) est proche de —1, alors, selon la méme logique, i serait plus approprié s’il était groupé
avec son cluster voisin. Un s(i) proche de zéro signifie que la donnée est a la frontiere de deux

grappes naturelles.

Une description analogue de ce coefficient se trouve dans [G11]. Notons qu'il existe également

d’autre méthodes pour décrire et mesurer la performance d’une classification en clusters.

8.4.6 Les résultats du coefficient de silhouette

Nous allons donc mesurer la qualité de la classification des entrées des neurones en 2 clusters,

activés et non-activés, via le coefficient de silhouette.

Pour calculer nos valeurs de coefficient de silhouette, nous prendrons une moyenne sur les 10%
des entrés activés les plus proches entre elles. Pour chacune de ces entrées, nous sélectionnerons
les 20% des entrées les plus proches autour de celles-ci (activées et non-activées). C’est avec
cette sélection que nous calculons finalement le coefficient de silhouette.

Nous répéterons ensuite cette expérience pour 20 neurones de chaque couche afin d’en tirer
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une moyenne qui nous donnera une représentation pour la couche.

Voici les résultats des coefficients de silhouettes pour la distance euclidienne sur la figure 8.8,

et ceux pour la cosinus distance sur la figure 8.9. Ils ont été calculé pour un échantillon de 1000

images. Il y a donc 1000 vecteurs d’entrées classés comme activés et non-activés.
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situe a la premiere couche. Et il y a aussi présence d’un second maximum local apres la couche
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de max-pooling.

Dans une deuxieme observation, on remarque que les derniéres couches possedent un coeffi-

cient de silhouette plus élevé et plus tot quand le modele généralise mieux.

La troisieme observation importante est la présence d’un coefficient de silhouette tres faible

dans les couches centrales du réseau.

Lorsqu’il n’y a qu'un seul type d’entrée autour de 'entrée activée sélectionnée, on ignore le
calcul du coefficient de silhouette pour cette entrée. Ce cas de figure arrive essentiellement pour
des cas ou il n’y a que des entrées activées.

Plus largement, lorsqu’un neurone est tout le temps activé ou non activé, on ignore ce
neurone. Sur 20 neurones, le chiffre a la base du résultat est le nombre de neurones pris en
considération pour le coefficient.

Ce chiffre est 1égerement plus petit pour la premiere couche. Il baisse plus fortement pour les
dernieres couches. Pour Weight Decay et Layca, la tendance est que plus le modele généralise
bien, moins ce chiffre diminue. Pour SGD, c’est I'inverse.

De plus, on remarque qu’il y a tres peu de neurones ignorés au centre du réseau.

Analyse

Pour un réseau initial, on voit que les neurones des premieéres couches sont moins sensibles a une
)
petite différence entre les entrées. Des entrées similaires donneront des activations similaires. Il

va donc y avoir un coefficient de silhouette plus important entre les activées et les non activées.

La diminution du coefficient de silhouette dans les premieres couches quand les modeles
généralisent mieux indique que les neurones dédensifient plus rapidement les clusters de leurs

entrées. La disposition des entrées activées et non activées est alors plus homogene dans 'espace.

Dans un bon apprentissage des premieres couches, le but serait d’observer plusieurs types de
comportement plutét qu'un seul. Un réseau qui apprend mieux aura donc potentiellement des
neurones qui font attention a plus de comportements différents dans leurs entrées.

C’est pour cela qu’au niveau des couches de max-pooling il y a une réaugmentation, car on

va justement casser et ignorer cette subtilité d’information.

On voit une augmentation du coefficient de silhouette dans les dernieres couches. Cela est
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un indicateur d’un réseau composé de neurones qui clusterisent de maniere plus distincte et dense.

On remarque que la ou le coefficient de silhouette commence a monter est approximativement
lié avec les généralisation, c¢’est a dire que plus le réseau généralise bien, plus tot le coefficient de
silhouette commence a monter. Pour rappel, les valeurs précises de précision de généralisation

sont : SGD(64.27/75.31/83.64), WD(65.91/73.88/86.4) et LAYCA (64.88,/74.04/84.97).

Cette augmentation de la densification des clusters serait due a la capacité des neurones
a commencer a trouver des sous-classes. Des entrées similaires qui peuvent étre activées de

maniere similaire.

Il y a un creux au niveau des couches centrales. Ce creux dans le coefficient de silhouette
proche de la valeur 0 signifie que les entrées sont presque tous sur les bords des clusters. Les clus-
ters n’ont pas de frontieres suffisamment distinctes et ne sont pas assez dense. Cela pourrait étre
interpréter par une incapacité des neurones a pouvoir déja dégager des sous-classes, c’est a dire

des clusters d’activations ou de non-activations dans les entrées 1ié a la classification finale voulue.

La petite partie des neurones ignorés dans le début du réseau serait du au fait qu’il y a une
partie des neurones qui sont tout le temps activés mais a des intensités différentes. Cela serait
d’ailleurs la principale raison pour ignorer des neurones.

Dans le centre du réseau, tous les neurones sont utilisés pour dégager des clusters, et ainsi
I'information utile a la classification. Voila pourquoi il y a peu de neurones ignorés.

Vers la fin du réseau, on remarque une augmentation du nombre de neurones ignorés. Tout
comme au début, il y a une présence plus importante de neurones qui sont toujours ou ne seront
jamais activés par leur entrée. La raison dépendrait plus subtilement du type d’apprentissage

du modéle.

En analogie avec nos expériences précédentes, on remarque SGD ne se comporte pas comme
Weight Decay et Layca. On voit qu’il va plus facilement amener des neurones a ne pas s’activer
ou inversement a s’activer tres souvent, créant une pseudo circulation structurée des activations.
Weight Decay et Layca force plus tous les neurones a plus souvent participer a la classification,

entrainant une dédensification de cette circulation structurée.
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8.4.7 Labels autour

Nous avons fait une expérience secondaire au coefficient de silhouette afin de regarder la propor-

tion d’entrées activées et non-activées autour des entrées activées les plus proches. Pour cette

expérience, nous regarderons 5% des activés les plus proches, et 5% autour de ceux-ci.
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(c) Weight Decay 0, distance Euclidienne

(d) Weight Decay 2, distance Euclidienne

FIGURE 8.10 — Ratio des entrées activées sur les entrées non-activées autour des 5% des entrées
activées les plus proches entre elles, et dans un voisinage de 5% pour Weight Decay 0 et 2.

Les résultats pour Weight Decay 0 et 2 sur la figure 8.10 nous montre que, autant pour la
cosinus distance que la distance euclidienne, on peut voir au début du réseau une diminution
de la proportion d’entrées activées autour des entrées activées sélectionnées quand le réseau

généralise mieux. Il y a par contre une augmentation vers la fin du réseau.

On remarque aussi ce comportement un peu plus subtilement sur SGD, Layca et Weight

Decay 1.
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C’est aussi un symptome d’une dédensification des premieres couches due au fait que les
neurones travail plus l'information, et font un meilleur travail de classification. C’est a dire
que le neurone a travaillé en moyenne plus efficacement, et plus tot 'information du réseau
est ré-assemblée intelligemment. Une information mieux présentée de couche en couche aura
comme impacte de faciliter la clustérisation, et facilitera la classification intelligente des images,
amenant une bonne généralisation. Et non une mémorisation de comportement plus aléatoire,

amenant une généralisation plus faible.

8.4.8 Ratio autour

Une autre expérience de clustérisation a été faite par la suite afin de confirmer et d’investiguer
un peu plus 'expérience du coefficient de silhouette. Le but est de faire varier la distance de
considération pour le calcul du coefficient de silhouette autour du point activé . On regarde donc
dans un voisinage des activés sélectionnés la variation du coefficient de silhouette en fonction du
changement de taille de ce voisinage. Ce voisinage des activations disponibles pour le coefficient

de silhouette sera échelonné par ratio.

Ici, nous prendrons n = 2000 images d’activation pour plus de précision car on va prendre
des petits ratios de n par la suite. Notons également qu’il fallut prendre des moyennes sur

suffissamment d’essais (20) pour arriver a des résultats suffisamment fiables et consistants.

Les résultats pour les couches 1, 2, 3, 11, 12 et 13 sont présents sur les figures A.15, A.16,
A7, A18, A.19 et A.20 en annexe. Il y a souvent une instabilité au début du graphe. C’est du
au fait qu’on prend des ratios tres petits (1/2000), et donc que le coefficient de silhouette est

pris sur tres peu d’échantillons.

Pour les couches du début (Couche 1, 2 et 3), on observe que le coefficient de silhouette
a une tendance générale a diminuer quand le modele généralise mieux. On voit que plus un

modele généralise bien, plus il a tendance a dé-densifier t6t ses clusters.
Dans les couches intermédiaires, le coefficient de silhouette est quasi-nul tout le temps.

Dans les couches de la fin (Couche 11, 12 et 13), on remarque que le coefficient de silhouette
est presque nulle ou faible pour les réseaux qui généralise moins bien. Mais plus le réseau géné-
ralise bien, plus tot on verra les clusters se densifier. Tout comme pour 'expérience précédente,
il y a de plus en plus de présence de neurones ignorés dans les dernieres couches. Des neurones

qui ne seront jamais ou toujours activés.
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Les résultats concernant la distance euclidienne n’ont pas montré de différence notable. Ni
entre les différents modeles, ni entre les différents niveaux de généralisation. La valeur est juste

plus faiblement visible.

Analyse

Cette expérience confirme nos résultats précédents. Il y a un mélange plus homogene des clusters
dans 'espace pour les premieres couches quand c¢a généralise mieux.

Le creux dans les graphes du silhouette score est plus étroit, indiquant que la création de
sous-classes se ferait du coup plus rapidement et de maniere plus forte, indiquant un réseau
plus performant. Une meilleure préclassification de I'information, c’est-a-dire des entrées mieux
disposées, amenerait les dernieres couches denses a mieux pouvoir classifier ces mémes entrées,
et leur attribuer plus facilement un label correspondant. Il en découlera une classification plus

intelligente, et donc une meilleure généralisation.

Il faut cependant noter que le coefficient de silhouette reste relativement le méme pour
un méme neurone, peu importe le ratio. Les résultats nous montrent la moyenne de CS des
différentes tendances provenant de différents neurones. C’est donc plus une tendance des clusters

a étre plus ou moins dense qui apparait.

8.5 Mise en commun des expériences

Dans les expériences précédentes, nous avons dégagé plusieurs comportements dont voici un

bref apercu.

1. Pour 'information mutuelle entre 2 neurones (IM), il y a une diminution de leur valeur
pour les premiéres couches quand le modele généralise mieux. Pour la fin du réseau, c’est

I'inverse qui se produit, et de plus en plus tot.

2. Ces neurones pathologiques vont directement avoir de 'influence sur I'IM en augmentant

la moyenne via ’ajout de paires dont I'IM vaut 1.

3. Les neurones pathologiques sont présents différemment en fonction de 'apprentissage, avec

un pic anormal pour SGD qui généralise mieux. L’IM ne change pas uniquement grace
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aux neurones pathologiques.

4. 11y a une entropie qui varie légerement, n’amenant pas de gros changement sur I'information

mutuelle normalisée.

5. La moyenne du nombre de zéros dans les activations est un symptome d’une bonne
généralisation, mais lui aussi dépend du type d’optimiseur (SGD se comporte différemment
de Weight Decay et Layca). De plus, ses variations sont liées au nombre de neurones

pathologiques.

6. L’information mutuelle avec les labels (IML) a une valeur qui augmente aussi dans les
dernieres couches de plus en plus tot dans le réseau quand le modele généralise mieux.

Cette augmentation se situe plus tot que I'IM.

7. Pour le coefficient de silhouette (CS), on observe un comportement similaire a IM, aux

meémes valeurs.

8. Notons que pour I'IM ou le CS, le "creux" des couches centrales est moins long quand le

réseau généralise mieux.

9. On remarque une tendance générale a la dédensification des clusters des neurones dans les
premieres couches, et inversement une densification dans les dernieres quand le modele

généralise mieux.

10. Cette observation est confirmée par ’expérience des labels autour et celle des ratios autour.

Essayons maintenant de réunir ces observations.

La diminution de I'IM dans les premieres couches quand on généralise mieux pourrait étre
une indication que les neurones du réseau sont de maniere générale et individuelle plus efficaces
et arrivent a distinguer plus d’informations différentes d’une méme image. Le coefficient de
silhouette nous confirme I'augmentation de la diversité par la dédensification des clusters quand

la généralisation est meilleure.

Vers la fin, I'IM est plus élevée parce que I'information utile a la classification donnée par
un neurone se recoupe de plus en plus avec l'information d’autres neurones. Les neurones
de couches en couches continuent a travailler cette information, mais il devient de plus en
plus visible que plusieurs des neurones de chaque couche dégagent des mémes comportements
pour la classification, des sous-classes similaires. Ces comportements seraient les biais utiles a

la classification. Notons qu’il est possible que les sous-classes deviennent de plus en plus exclusives.
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Finalement, il y a une chute d’IM dans la derniere couche dense due a la classification des

dernieres entrées dans les classes voulues.

Notons que la présence du creux dans les résultats n’est en réalité pas due a une absence
de travail des neurones, mais plutot a une absence d’ordre visible. Chaque neurone essaie de
classer I'information de la maniere la plus utile possible. Mieux le modele fonctionne, plus étroit

S€ra ce Creux.

L’augmentation de 'IML, c’est le signe que le réseau arrive a dégager plus d’informations
relatives a la classification voulue. C’est-a-dire que plus on avance dans les dernieres couches,
plus le réseau peaufine son traitement de I'information. Un réseau qui généralise bien véhiculera

donc de I'information dégagée plus tot dans le réseau.

Pour faire une analogie, au début, le réseau regarde du concret (les bords d’une image par
exemple), puis va mélanger ce concret pour créer des concepts et des caractéristiques abstraits, et
finalement arriver vers la fin du réseau a dégager le concept que 'on souhaite classifier (exemple

"un chat").

On voit que I'IM et le CS augmentent seulement quelques couches apres 'IML. Ils en sont

des symptomes visibles plus tard, indirectement liés a I'IML.

De couche en couche, le travail de classification en sous-classes de chaque neurone est meilleur
quand ¢a généralise mieux et donc que la classification finale est elle-méme plus ordonnée, efficace

et intelligente.

Un modéle généralisera mieux si ses hyperparametres sont choisis au mieux pour 'apprentis-
sage des neurones. Ceux-ci permettent aux neurones d’étre plus efficaces dans leur traitement
de I'information de I'image. Le travail de classification se fait individuellement, dégageant et
travaillant de I'information de couche en couche, pour arriver a une meilleure classification entre

les 2 dernieres couches.

Notons qu’il est fortement probable qu’il y ait un set d’hyperparametres optimal pour chaque
base de données et chaque architecture. De plus, il devrait y avoir une taille de réseau minimum,
un nombre minimum de couches qui modifie 'information. Il y a probablement présence de
spécifications requises sur l'architecture du modele. De plus, il ne faut pas oublier de prendre en

considération la grandeur des biais de la base de données d’entrainement, sur lesquels le modele
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va se baser pour faire sa classification finale.

[SZ15] nous apprend que la profondeur du réseau compte pour avoir une meilleure générali-
sation dans la reconnaissance d’image dans les CNN. Nos résultats sont probablement en lien
avec cette hypotheése vu que 1'on se rend compte que le réseau a besoin de plusieurs couches
de neurones qui travaillent I'information afin d’arriver a dégager I'information nécessaire a la
classification. Avec plus de couches, la création au niveau neuronal de clusters plus distincts de
couche en couche peut étre faite. C’est-a-dire qu’avec un réseau plus grand, on peut faire une
classification plus intelligente.

Si le réseau est trop petit et qu’on arrive a 100% sur les données d’entrainement, c’est
probablement di a une bonne mémorisation plutét qu’a une bonne généralisation, ou a la

captation de mauvais biais.

Si on considere 'existence de la formation de sous-classes, cela indiquerait une plus grande
diversité dans ces sous-classes et ainsi une fagon plus intelligente de les créer. Ces sous-classes
vont avoir un impact positif sur la création de sous-classes dans la couche suivante et ainsi de
suite. Les sous-classes de 'avant-derniére couche servant finalement a la classification recherchée.

Sans trop spéculer, les derniéres expériences de Simon (image A.21 en annexe) nous pousse
a croire en ce résultat, car I'information qui passe dans les réseaux qui généralisent mieux
semble plus ordonnée et plus 'pure’. Il y a moins d’aléatoire et plus de 'patterns’, c’est-a-dire

des sous-classes plus significatives formées.

Par comparaison, on voit également dans [ZF14] qu’il y a une importance a distinguer plus de
features complétement différentes dans les premieres couches. Nous confirmerons cette approche
par nos résultats sur 'information mutuelle et le coefficient de silhouette. Il y a effectivement
une plus grande diversité de 'information dans les premieres couches dans les réseaux qui

généralisent mieux, visible par la diminution du CS et de I'IM dans les premieéres couches.

Pour situer notre travail par rapport & un autre papier intéressant, [KN19] nous dit que les
modeles apprennent obligatoirement grace aux exemples faciles. Mais que c’est pour les exemples
difficiles que les modeles se trompent le plus et donc apprennent mieux a généraliser. Nous
pensons que ce comportement est fortement lié au biais des images dans la base de données
d’entralnement car il en est la cause de 'apprentissage. Que des images faciles, avec des biais les
plus rencontrés dans les images, permettent plus facilement au réseau de créer des sous-classes
liées aux classes, mais que les exemples difficiles, avec moins de biais semblables, permettent au

réseau de mieux généraliser car il permet au réseau de mieux choisir I'importance des sous-classes
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qui dégagent les biais utiles pour la classification.

Le réseau fonctionnant mieux permet de découvrir plus tot la création de sous-classes utilisées
pour la classification. Ces sous-classes sont directement liées aux classes recherchées et donc
aux labels. Voila pourquoi afin de voir si un modele généralise mieux, il suffit de voir si I'TML
augmente plus tot dans le réseau. (Sous hypotheése que I'architecture est la méme et que la base

de données est suffisamment diversifiée.)

Cependant, les autres expériences nous en apprennent davantage sur la fagon dont fonc-

tionnent les optimiseurs.

Dans nos expériences sur le ratio autour, il nous semble remarquer des neurones dont la
tendance est entre 0.4 et 0.6 (a la différence de neurones dont la tendance est plus basse). Ces
neurones seraient représentatifs de la structure active du réseau, qui représente les branches
plus 'pures’ du réseau, tres utiles a la classification. Leur détection permettrait de trouver un
certain ratio par couche, et ainsi de donner une mesure de la création de la structure du réseau.
Cette mesure serait fort différente entre les différentes méthodes de création des modeles (SGD,

Weight Decay et Layca).

En ce qui concerne les différences d’apprentissage des modeles, on voit que SGD essayerait de
créer un "arbre", une structure d’activation dans son réseau convolutif. Avec des branches plus
actives mais plus subtiles et moins nombreuses a la fin. Effectivement, il y a une augmentation
du nombre de neurones pathologiques inactifs et une augmentation de neurones toujours actifs
quand on s’approche des "racines'. Dans ses couches denses, SGD va utiliser au maximum ses
ressources associatives pour dégager la classification requise. Ce symptome est capté dans le
tableau 8.1.

Un réseau tel que SGD sera visiblement plus efficace s’il arrive a placer ses "racines actives'
principales plus profondément, et donc on verra une augmentation plus to6t dans les couches du
nombre de neurones pathologiques. Il y aura aussi une premiere couche dense plus fortement

utilisée.

Pour Layca et WD, la structure active va se former également dans le réseau convolutif mais
de maniere plus complete et répartie, moins centralisée. Une plus grande partie des ressources
des neurones va étre utilisée jusque plus loin dans le réseau. De plus, avec la plus grande mise a

zéro des poids, il le réseau est alors moins "touffu". Ceci expliquerait pourquoi ils résisteraient
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mieux au prunning.
Un réseau tel que Layca ou WD sera visiblement plus efficace s’il utilise plus de neurones
dans ses couches convolutive et s’il doit moins utiliser de neurones utiles & la classification dans

sa premiere couche dense.

8.6 Conclusion

Ce chapitre nous a donc montré qu’il existe des symptomes visibles lorsqu’un modele généralise
mieux. Ces symptomes sont la création intelligente, couche apres couche, de sous-classes dans
les neurones du réseau. Ces sous-classifications sont créées de maniere a étre le plus utile a la
classification finale voulue, c¢’est-a-dire en distinguant les biais relatifs a celle-ci. Une classification

plus intelligente est directement liée a de meilleures performances en matiere de généralisation.

Le bon apprentissage des modeles est donc lié aux hyperparametres qui vont influencer

Pefficacité du travail de classification individuel des neurones.
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Conclusions

9.1 Principales constatations

Au terme de ce travail, le phénomene de généralisation est mieux compris, et ce grace a ’étude

de différents réseaux entrainés par différents optimiseurs : sgd, weight decay et layca.

Dans la premiere partie de notre analyse, nous avons étudié la dynamique des poids lors de
I'entrainement. En continuation des recherches menés par [CV18b], nous avons montré que la
grandeur de la cosinus distance reflétait la capacité d’un optimiseur a mettre une grande partie
de ses poids a zéro. Cette aptitude a été mise en avant pour weight decay et layca particuliere-
ment. La structure du réseau crée par ces optimiseurs est beaucoup plus nette et dépourvue de

poids parasites, ce qui leur permet d’étre plus robustes a 1’élagage aléatoire et ciblé de leurs poids.

Dans la seconde partie de notre analyse, nous avons étudié le comportement des activations
de nos modeles.

Partant d’une recherche sur la redondance d’information, on a vu que I'information mutuelle
entre neurones (/M) suit un comportement induit par I'information mutuelle avec les classes
(IMC). Lorsque la généralisation est meilleure, I'information mutuelle augmentera plus tot dans
le réseau. Ce phénomene met en avant la création de sous-classes, liées a la classification voulue.
De plus quand la généralisation est meilleure, on observe une diminution de I'/M et du coefficient
de silhouette (CS) dans les premieres couches et une augmentation de ceux-ci dans les dernieres
couches. Ces phénomeéenes mettent aussi en avant une meilleure capacité des neurones a créer

ces sous-classes quand les hyper-parametres sont bien choisis.
L’étude des ratios d’activations nous montre aussi que weight decay et layca vont permettre
une régularisation supplémentaire, amenant ainsi plus de diversité dans les biais captés par le

réseau. Cette régularisation est similaire a dropout.

On met donc en avant trois caractéristiques de la généralisation. La premiere est qu’il faut
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capter des biais adéquats *. La seconde est que plus 1’'on observe de biais différents, plus notre
classification sera robuste, et ainsi la généralisation en profitera. C’est ce qu’essaie d’apporter
I'usage de dropout, weight decay et layca dans 'apprentissage, et c’est ce qui est mis en avant
par le prunning. La troisieéme est qu’'un réseau plus élagué aura tendance a montrer que le réseau
a capter les bons biais. Cependant, notons qu’il ne faut pas spécialement avoir un réseau bien

élagué pour capter les bons biais.

9.2 Limitations

Notre travail possede quelques limitations. Elles sont dues d’'une part a la technologie utilisée
pour faire tourner nos simulations et d’autre part par le choix des méthodes utilisés. Par exemple,
I'analyse des activations requérait d’appliquer un plus grand nombre de stimuli (images) au

réseau.

Citons ici d’autres limitations :

e Nous nous limitons a une seule architecture convolutive VGG-16.

o Cette architecture a été modifiée selon nos vouloirs, utilisant la batch normalisation et

n’utilisant pas dropout.

o Nous n’utilisons qu’'un certain panel de parametres parmi une large gamme que ce soit

pour la fonction objectif, la fonction d’activation des neurones, etc.

En plus d’expériences supplémentaires a faire, il y a encore beaucoup de changements

possibles sur nos expériences dues a ces limitations.

9.3 Travail futur

Nous verrons ici les questions restées sans réponses et les directions de recherche futures.

Pour la dynamique des poids, il pourrait étre intéressant d’étudier plus en profondeur
I'aptitude de weight decay et layca de mettre des poids parasites a zéro (autrement dit, d’atteindre
un cosinus distance proche de 1). Comme mentionné brievement dans le Chapitre 6, layca
n’atteint pas toujours systématiquement un cosinus distance de 1 sur ses couches. Ceci indique

son inaptitude a mettre certains poids parasites a zéro. Ceci n’est pas encore bien compris.

1 est important de rappeler que si les données entrées ont de mauvais biais en commun (exemple : trop peu
de diversité dans les images), on n’est pas certain que les biais captés par le réseaux soient adéquats.
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Pour I'activation, il serait peut-étre intéressant de voir 'information mutuelle entre deux
neurones de couches différentes. En effet, il serait possible que de l'information semblable se
retrouve sur des couches différentes.

On pourrait aussi regarder autre chose que l'information mutuel, comme la SVCCA [Mai+17].

La détection et I'analyse des biais dans les bases de données pourrait étre largement plus
investie. Principalement leurs liens avec les concepts de classes et la détection de ces biais par

les neurones (seuls ou en réseau).

Des expériences supplémentaires pourraient étre faites afin d’investiguer plus attentivement
les bénéfices de layca. Intuitivement, il nous semble que 'avantage majeur de layca sur sgd
et weight decay est qu’il permet de ne pas laisser tomber des liens trop rapidement lors de
I’entrainement, permettant ainsi de laisser toutes les chances possibles a la structure du réseau

de bien se former tout en agissant de maniere négative sur le bruit.

L’investigation des bénéfices des autres méthodes pourrait amener la création de méthodes
mixes. Celles-ci pourraient tirer parti du meilleur de chacune afin d’arriver aux meilleures perfor-
mances en terme de généralisation possible. Par exemple, utiliser sgd au début de 'apprentissage,

pour ensuite utiliser layca et finir par weight decay.

Finalement, une analogie intéressante pourrait étre faite avec le cerveau et sa plasticité

neuronale [Wik19f].

9.4 Derniers mots

Dans ce travail, nous espérons avoir retiré un peu du voile qui cache la connaissance du pro-
cessus de généralisation dans les CNN en mettant en lumiere certains comportements liés a ce
phénomene. Cependant, il reste encore de nombreuses observations et expériences plus poussées

a faire pour affirmer ou contredire nos résultats et hypotheses.
Nous espérons que la lecture de cette dissertation vous a plu et nous vous remercions de

votre intérét. Pour toutes questions, remarques ou corrections, n’hésitez surtout pas a nous

contacter.

novak mathias@hotmail.com

antoinevanhoof@hotmail.com
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Appendice

Activations
Histogramme de la moyenne des activations par couche

On peut voir sur ces graphes ’histogramme de la moyenne des activations par couche. La
moyenne est faite sur un échantillon aléatoire de n = 2000 images. La définition du nombre de
barres dans les histogrammes est équivalente au nombre d’activations (et donc de neurones) par

couche.
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FIGURE A.1 — Réseau Initial. L’axe horizontale représente la valeur de 'activation, et I'axe
verticale son occurrence dans la couche.
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Réseau SGD 65%
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FIGURE A.2 — Réseau SGD 0. L’axe horizontale représente la valeur de 'activation, et 'axe
verticale son occurrence dans la couche.

117



ANNEXE A. APPENDICE

2000 1250
1500 1000
750

1000
500
500 250
0

04 0.6 12 14 0.00 0.25 0.50 0.75 1.00 1.25 1.50 1.75

Réseau SGD 75%

-

(b) Conv 2 (c) Conv 3

0.50 0.75 1.00 1.25

(e) Conv 5 (f) Conv 6

0.00 0.25 0.50 0.75 1.00 1.25 150 1.75

(h) Conv 8 (i) Conv 9

800

o
A 9 ®
S o o
S o© o
=)
=3
S]

500 400
250 200 200
0.0 0.5 1.0 15 2.0 00.00 0.25 0.50 0.75 1.00 1.25 1.50 00.00 0.25 0.50 0.75 1.00 1.25 1.50 1.75
(j) Conv 10 (k) Conv 11 (1) Conv 12
1000
60
800
600 40
400
20
200
00.00 0.25 0.50 0.75 1.00 1.25 150 1.75 00.25 0.30 0.35 0.40 0.45 0.50 0.55 0.60 00.090 0.095 0.100 0.105 0.110 0.115

(m) Conv 13 (n) Dense 1 (o) Dense 2

FIGURE A.3 — Réseau SGD 1. L’axe horizontale représente la valeur de 'activation, et 'axe
verticale son occurrence dans la couche.
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Réseau SGD 85%
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FIGURE A.4 — Réseau SGD 2. L’axe horizontale représente la valeur de 'activation, et 'axe
verticale son occurrence dans la couche.
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Réseau Weight Decay 65%
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FIGURE A.5 — Réseau WD 0. L’axe horizontale représente la valeur de ’activation, et 1’axe
verticale son occurrence dans la couche.
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ANNEXE A. APPENDICE

Réseau Weight Decay 75%
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FIGURE A.6 — Réseau WD 1. L’axe horizontale représente la valeur de ’activation, et 1’axe
verticale son occurrence dans la couche.
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Réseau Weight Decay 85%
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FIGURE A.7 — Réseau WD 2. L’axe horizontale représente la valeur de ’activation, et ’axe

verticale son occurrence dans la couche.
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Réseau Layca 65%
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FIGURE A.8 — Réseau Layca 0. L’axe horizontale représente la valeur de I'activation, et 'axe
verticale son occurrence dans la couche.
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Réseau Layca 75%
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FIGURE A.9 — Réseau Layca 1. L’axe horizontale représente la valeur de I'activation, et 'axe
verticale son occurrence dans la couche.
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ANNEXE A. APPENDICE

Réseau Layca 85%
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F1GURE A.10 — Réseau Layca 2. L’axe horizontale représente la valeur de 'activation, et 'axe
verticale son occurrence dans la couche.
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FIGURE A.12 — MI histogramme pour SGD (65%,75% et 85%)
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FIGURE A.13 — MI histogramme pour WD (65%,75% et
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FIGURE A.14 — MI histogramme pour Layca (65%,75% et 85%)
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Is layer rotation a relevant
metric for ‘purity’ of
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FIGURE A.21 — Courtoisie de Simon (juin 2019) bient6t publiée, montrant une
certaine pureté dans les modeles qui généralisent mieux

A.1 Code

Le code est disponible sur github a l’adresse suivante : https://github.com/

Corvinus96/MasterThesis/
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